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RESUMEN

Con esta investigacion se buscé formalizar el descubrimiento de patrones andmalos en
las transacciones del Registro de la Propiedad Inmueble (RPI) que se encuentran
almacenadas en el Sistema Unificado de Registros (SURE), basado en los métodos y
técnicas de mineria de datos. Se realizé la recopilacion de las transacciones y casos
gue han motivado quejas o0 denuncias y de esta manera se defini6 un catalogo de
esquemas de anomalias. Posteriormente se realizo una prueba de funcionalidad del
modelo utilizando un software gratuito a través del cual se aplicaron diversos algoritmos
para detectar anomalias en conjuntos de datos de prueba, demostrando que los
métodos de mineria de datos pueden identificar registros maliciosos. Se propuso la
implementacion de un modelo de deteccién de anomalias, que pueda ser integrado a
futuro en el SURE, el cual actte como un mecanismo de alarma sobre registros

irregulares que requieran de un mayor analisis por parte de las autoridades.

Palabras Claves: Mineria de Datos, Descubrimiento de Conocimiento en Base de
Datos, Inteligencia de Negocios, Deteccion de Anomalias, Sistemas Registrales
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ABSTRACT

This study aimed to formalize the discovery of anomalous patterns in the Registro de la
Propiedad Inmueble (RPI) transactions which are stored in the Sistema Unificado de
Registros (SURE), based on data mining the methods and techniques. We performed a
compilation of transactions and cases that have motivated complaints and reports and
thus defined a catalog of patterns of anomalies. Subsequently a functional test of the
model using an open source software through which various algorithms were applied to
detect anomalies in the test datasets, showing that data mining methods can identify
malicious records. We proposed the implementation of an anomaly detection model that
can be integrated to SURE in the future, which act as an alarm mechanism on irregular

records that will require further analysis by authorities.
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CAPITULO I. PLANTEAMIENTO DE LA INVESTIGACION

1.1 INTRODUCCION

La seguridad juridica es fundamentalmente la garantia que se otorga a los individuos
sobre el hecho de que su persona, sus derechos y bienes no seran violentados, por
ende esta representa una obligacion del Estado, ya que este tiene el papel de regular

las relaciones en la sociedad y es quien crea las disposiciones legales a seguir.

Esta proteccion o seguridad juridica aplica sobre los bienes inmuebles (terrenos
urbanizados o no, etc.) y la misma ha sido una preocupacion histérica para los
gobiernos, porque son de importancia econémica, ya que permiten la generacién de
ingresos, la obtencion de crédito y pueden ser sujeto de impuestos.

Es asi que el Registro de la Propiedad se vuelve relevante, al ser el medio por el cual
se provee seguridad juridica, ya que permite la publicacion de los derechos sobre los

bienes inmuebles.

El Registro de la Propiedad al igual que cualquier organizacion en la actualidad, hace
uso de sistemas de informacion, para la automatizacion de sus procesos y un mejor
desarrollo de sus actividades diarias. Asimismo busca proporcionar integridad,
confidencialidad y alta disponibilidad de la informacion que se gestiona dentro de su

sistema de informacion.

En ese sentido, el objetivo del presente estudio es contribuir a reforzar la seguridad de
la informacién del sistema de propiedad y tenencia de la tierra del pais, a través de la
creacion un modelo de deteccion de anomalias (registros inusuales) basado en los
fundamentos y técnicas de la mineria de datos, que pueda ser incorporado a futuro en
el Sistema Unificado de Registros (SURE), como sistema de alerta y monitoreo de la

informacion registral perteneciente al Registro de la Propiedad Inmueble (RPI).



En el capitulo | de este estudio se presenta el planteamiento de la investigacién y sus
objetivos, fundamentando su origen, definiendo claramente el problema del que se
ocupa asi como cuales son las interrogantes que se dieron respuesta, justificando su

validez e importancia.

En el capitulo Il se presenta el marco tedrico, que es la teoria que fundamenta los
conceptos que se han manejado durante la investigacion y que han servido para
comprender el proceso y técnicas registrales, el rol del sistema SURE y la metodologia

y las técnicas de mineria de datos en la identificacion de anomalias.

En el capitulo Il se presenta la metodologia, que describe la naturaleza y el disefio de

la investigacion asi como las técnicas e instrumentos utilizados para recolectar datos.

En el capitulo IV comprende un resumen de la informacion obtenida durante la
investigacion donde se describen los hallazgos mas relevantes que son fundamentados

mediante el analisis de los investigadores.

En el capitulo V se presentan las conclusiones sobre los resultados obtenidos en el
capitulo anterior orientadas a dar respuestas a la problematica que origino la
investigacion. Igualmente incluye las recomendaciones que son sugerencias y son parte

de los aportes de los investigadores.

En el capitulo VI se presenta la aplicabilidad que incluye una guia para la

implementacion del modelo de deteccién de anomalias.

En general el presente aporte busca demostrar la aplicabilidad de la mineria de datos
como fuente de conocimiento, que genera apoyo en la investigacibn de actos
irregulares o inusuales que se presente en el SURE y de esta manera fortalecer la
seguridad del mismo y por ende otorgar mayor seguridad juridica a los poseedores de

bienes inmuebles.



1.2 ANTECEDENTES

La promulgacion de la Ley de la Propiedad en el afio 2004 permitié crear un marco legal
e institucional para el ordenamiento de la tenencia de la tierra de forma integrada. De
esta manera se cre0 el Instituto de la Propiedad (IP) para fiscalizar el catastro nacional
y el registro de bienes inmuebles, empleando para ello el Sistema Nacional de
Administracion de la Propiedad (SINAP), el cual es la plataforma tecnolégica que
contempla moédulos para el Sistema Unificado de Registros (SURE), el Registro
Nacional de Normativas de Ordenamiento Territorial (RENOT) y el Sistema Nacional de
Informacién Territorial (SINIT).

Aungue se han obtenido varios logros aun hay camino por recorrer ya que de acuerdo
al Banco Mundial (2011), Honduras aun enfrenta grandes retos para poder consolidar la
gobernanza de la propiedad en el pais: el marco legal y politico requiere de mayor
coherencia; las agencias claves necesitan mayor fortalecimiento institucional y
coordinacion e independencia de las turbulencias politicas; .... mejorar los mecanismos
alternativos de resolucién de conflictos y promover la cultura de registro de bienes

inmuebles.

Esto motivd al Gobierno de la Republica a firmar un convenio para la ejecucion de la
segunda fase del Programa de Administracion de Tierras de Honduras (PATH); cuyo
objetivo consiste en beneficiar a la poblacion del &rea de influencia del proyecto con
servicios descentralizados y mejorados de administracion de tierras, entre ellos mayor
acceso e informacidon mas completa y fidedigna de los registros y transacciones de

propiedades (Congreso Nacional, 2011).

Dentro de las opciones y propuestas de accion para las mejoras en la seguridad y
calidad del SURE, Proenza (2007) propone que se deberan fortalecer los controles de
seguridad del SURE para garantizar un servicio electronico que goce de la confianza de

los usuarios y la Corte. En ese sentido el PATH ha sido esencial para desarrollar el



SINAP y sus subsistemas, asi como también para formular y ejecutar las reformas

legales e institucionales.

Entre los esfuerzos recientes del PATH por mejorar la seguridad y control de las

transacciones en el SURE, se pueden mencionar:

e Sistema de Seguridad y Auditoria SURE: Tiene por objetivo administrar las
actividades de seguridad y auditoria de las aplicaciones o modulos que integran
el SINAP. (PATH , 2006)

e Sistema de quejas y denuncias: Es un sistema para recibir, rastrear y monitorear
guejas y denuncias. Los usuarios tienen la opcion de recibir notificacién via
convencional o electronica de los resultados de las quejas o0 gestiones
interpuestas. (Banco Mundial, 2011)

e Creacion de roles y reporte de seguimiento: Esto con el fin de apoyar las
funciones de los supervisores del IP, quienes realizan el seguimiento a las
transacciones, de manera que se pueda optimizar los tiempos de entrega de los
documentos.

e Reportes a demanda: Envio de reportes electronicos o impresos a solicitud de

las autoridades que contienen informacion especifica de un periodo.

Estos esfuerzos en general se basan en la fiscalizacion y reconstruccion de la
ocurrencia de los hechos, pero también se debe tomar en cuenta que existen métodos
preventivos para satisfacer la necesidad de seguridad de los derechos de las personas

gue poseen bienes inmuebles.

En esta misma linea hemos encontrado que en Costa Rica, Jiménez Calderén y Mc
Hugh en 2011 desarrollaron un estudio y analisis de varios mecanismos tecnolégicos de
proteccion de la informacidén registral, enfocandose en la implementacion de un

mecanismo virtual.



Por su parte la Oficina de Auditoria General de Alberta, Canada, realizé un analisis del
sistema de registro de tierras con el fin de formular recomendaciones para hacer frente
al creciente fraude hipotecario en dicha provincia. Su hallazgo fue el siguiente: El
Departamento puede mejorar sus actividades de deteccion de fraudes y disuasion
mediante el uso de técnicas de mineria de datos. Se identificaron patrones especificos
en los datos del sistema de titulos de tierra que concluimos podrian indicar una
actividad potencial fraude hipotecario, los cuales requieren seguimiento e investigacion
por la Unidad Especial de Investigaciones del Departamento (Auditor General of
Alberta, 2010).

1.3 DEFINICION DEL PROBLEMA
1.3.1 ENUNCIADO DEL PROBLEMA

El SURE permite al IP automatizar el proceso de tramite de presentacion de escrituras
publicas, que involucra la recepcién, revision, calificacidn, inscripcion y vinculaciéon a
informacion catastral donde esta exista. Asimismo el SURE ofrece un servicio de
consultas publicas gratuitas en su sitio web, sobre el tramite de presentaciones de
escrituras publicas, imagenes digitalizadas de las presentaciones y planos topograficos
de zonas que han sido catastradas.

De acuerdo a datos proporcionados por el Area de Infotecnologia del PATH, en el afio
2012 se recibieron y registraron el en SURE 41,570 presentaciones de escrituras
publicas pertenecientes a las oficinas de Francisco Morazan del IP. El tramite individual
de cada presentacion requiere de un tiempo promedio de 10 a 12 dias en el caso de
una compra-venta de un inmueble, pero este tiempo varia segun el acto expresado en

la escritura publica.

Es durante este proceso de tramite de presentacion de escrituras publicas, donde se

presenta la posibilidad de errores humanos, omisiones e incluso irregularidades, que



causan inconsistencias en los datos registrados y por lo tanto puede afectar los
derechos sobre los inmuebles de las personas que hacen uso de los servicios del IP.

El SURE ofrece al IP reportes financieros que reflejan cifras, rubros y clasificaciones;
reportes operativos donde se resume la carga diaria de trabajo y reportes de
transacciones historicas donde se detalla los usuarios que han creado y modificado
transacciones en el sistema segun criterios especificos. Pero cuando se requiere
realizar una investigacion, el personal encargado recurre al PATH solicitando informes
de apoyo a investigaciones, los cuales son procesados posteriormente por los
solicitantes. Estos informes asi como una serie de reportes a demanda se entregan en

medios digitales a las autoridades del IP que asi los soliciten.

Los anadlisis de estos reportes se realizan mediante herramientas estadisticas
descriptivas basicas, como el Excel. Sin embargo, muchas veces estos analisis no
reflejan el problema real, debido a los grandes volumenes de datos y puesto que se
desconoce que buscar y donde buscar, por lo tanto se requiere un tratamiento mas

complejo para los datos.

1.3.2 PLANTEAMIENTO DEL PROBLEMA

El IP carece de un mecanismo para extraer conocimiento de las grandes cantidades de
datos almacenados en el subsistema SURE, el cual identifique registros de datos
inusuales, que de ser relevantes requieran mayor investigacion por parte de los

funcionarios de la institucion.

1.3.3 PREGUNTAS DE INVESTIGACION

e ;/COmo definir esquemas de anomalias en las transacciones de bienes

inmuebles dentro del RPI?

e ;/COmo determinar criterios de aplicacion de las técnicas y algoritmos de

mineria de datos?



e ¢ Qué técnica de mineria de datos es apropiada para determinar patrones de
comportamiento transaccional irregular o anémalo en la base de datos del
SURE?

e (;Cudles son los elementos necesarios para implementar una herramienta
gue permita identificar transacciones inusuales o0 patrones de

comportamiento anémalos?

1.4 OBJETIVOS DEL PROYECTO

141 OBJETIVO GENERAL

Contribuir a reforzar la seguridad de la informacion del sistema automatizado del IP, a
través de la creacion un modelo de deteccion de anomalias (registros inusuales)
basado en los fundamentos y técnicas de la mineria de datos, que pueda ser
incorporado a futuro en el SURE, como sistema de alerta y monitoreo de la informacion

registral.

1.4.2 OBJETIVOS ESPECIFICOS

e Identificar dentro del contexto del subsistema SURE los escenarios que han
motivado quejas o denuncias por irregularidades en el proceso registral.

e Analizar un conjunto de datos historicos del sistema para determinar los criterios

de aplicacion de las técnicas de mineria de datos.

e Determinar la técnica de mineria de datos y el software a utilizar en el disefio del

modelo de deteccién de anomalias.

e Proponer una guia para la implementacion del modelo de identificacion de

anomalias para el RPI.



1.5 HIPOTESIS Y/O VARIABLES DE ESTUDIO

Las variables o caracteristicas que fueron sujetas a estudio durante la investigacion se

muestran a continuacion:

Software de

Proceso Registral Mineria de Datos

Modelo de
Deteccion del
Anomalias
Plataforma Estructura de
Tecnologica del Almacenamiento
SURE de Datos

Figura 1. Variables de Estudio

V1 Proceso Registral: Se refiere al conjunto de actuaciones realizadas desde el
momento en que se presenta la solicitud de registro de un titulo hasta el momento en
que el registrador resuelve esta peticion, suspendiendo, denegando o practicando el

asiento solicitado.

V2 Estructuras de Almacenamiento de Datos: Se refiere al dominio y tipo de datos de

cada atributo disponibles dentro de las bases de datos.



V3 Software Base de Mineria de Datos: Se refiere a las herramientas de software que
pueden ser utilizadas para llevar a cabo tareas de mineria de datos mediante la

aplicacion de técnicas y algoritmos de mineria de datos

V4 Plataforma Tecnoldgica del SURE: Se refiere al conjunto de elementos y recursos
tecnolégicos que conforman la base sobre la cual la institucion puede construir
sistemas de informacion especificos. Incluye: hardware, software, redes, equipo de
telecomunicaciones, sistemas operativos, gestores de bases de datos, lenguajes de

programacion, aplicativos de oficina.

1.6 JUSTIFICACION

El presente proyecto de investigacion pretende proporcionar una propuesta de un
modelo de mineria de datos, mediante el cual se puedan detectar anomalias. El modelo
busca identificar aquellas transacciones que se encuentren fuera de los lineamientos

establecidos mediantes sus rasgos caracteristicos.

Este mecanismo mejorara la forma de analizar las grandes cantidades de datos
almacenadas en el SURE provenientes de las transacciones realizadas por el RPI y de
esta manera realizar un estudio mas profundo de los casos que asi lo ameriten y que

son identificados a partir de los analisis.

A su vez permitird a las autoridades, canalizar mejor los esfuerzos de investigacion y
evitar irregularidades dentro del contexto del SURE, antes de que estas afecten a los
poseedores de los bienes inmuebles. Al mismo tiempo esta herramienta tendra efectos

positivos en la imagen y calidad de los servicios prestados por el IP.



CAPITULO Il. MARCO TEORICO

2.1 CONCEPTUALIZACIONES Y DEFINICIONES

Acto Juridico: Todo acontecimiento voluntario al que el ordenamiento legal ya le ha
sefalado las consecuencias a actualizarse por su verificacion.(«Diccionario Juridico»,
s. f.)

Anomalia: Es un valor atipico, es basicamente un dato que normalmente se califica de
extremo ya que su valor se aleja mucho de la tendencia (media o0 moda) de los demas

datos que se estén analizando (Han & Kamber, 2006)

Asiento Registral: El asiento es un extracto del contenido del titulo, expresivo de sus
datos fundamentales, extracto que determina el Registrador, con amplias facultades

para la calificacion.(«Diccionario Juridico», s. f.)

Arrendar: Ceder o adquirir por precio el goce o aprovechamiento temporal de cosas,
obras o servicios. («Diccionario de la lengua espafiola - Vigésima segunda edicion»,
s. f.)

Bien Mueble: Los que, por oposicion a los inmuebles, se caracterizan por su movilidad
y posibilidad de traslacion, y ciertos derechos a los que las leyes otorgan esta

condicion. («Diccionario de la lengua espafiola - Vigésima segunda edicion», s. f.)

Bien Inmueble: Tierras, edificios, caminos, construcciones y minas, junto con los
adornos o artefactos incorporados, asi como los derechos a los cuales atribuye la ley
esta consideracion.(«Diccionario de la lengua espafola - Vigésima segunda edicion»,
s. f.)

Cognoscibilidad: Posibilidad de ser conocido. («Diccionario de la lengua espafola -

Vigésima segunda edicién», s. f.)
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Dar fe: Seguridad, aseveracion de que algo es cierto. («Diccionario de la lengua
espafiola - Vigésima segunda edicion», s. f.)

Derecho de Propiedad: Poder juridico que una persona ejerce en forma directa e
inmediata sobre una cosa, que le permite su aprovechamiento total o parcial en sentido

juridico y que es oponible a terceros.(«Diccionario Juridico», s. f.)

Derecho Registral: aquella rama del derecho, formada por el conjunto de normas
juridicas y principios registrales que regulan la organizacion y funcionamiento de los
registros publicos, los derechos inscribibles y medidas precautorias en los diversos

registros, en relacion con terceros. (Guevara Manrique, 1988)

Dominio: en teoria de base de datos se refiere al conjunto de valores que se pueden
asignar a un atributo de una entidad (Elmasri & Navathe, 2007)

Escritura Puablica: Es aquel documento que se otorga ante un notario publico y por
este mismo funcionario, en el que asienta lo que ante él sucede y refieren las partes,

ademas de autorizarlo. («Diccionario Juridico», s. f.)

Hiperplano: Es una linea divisora que sirve como frontera de decision entre los

registros de diferentes tipos. (Han & Kamber, 2006)

Inscribir: Tomar razon, en algun registro, de los documentos o las declaraciones que
han de asentarse en él segun las leyes. («Diccionario de la lengua espafiola - Vigésima

segunda edicién», s. f.)

Impugnar: Interponer un recurso contra una resolucion judicial. («Diccionario de la

lengua espafiola - Vigésima segunda edicion», s. f.)

Mineria de Datos: Conjunto de técnicas matematicas, estadisticas y computacionales
gue, junto a un enfoque de las ciencias de la conducta, permite el analisis de datos y la
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elaboracion de modelos matematicos descriptivos y predictivos. (Palma, Palma, &
Perez, 2009)

Presuncién iuris tantum: presuncion salvo prueba en contrario o iuris tantum, ésta
podr& dirigirse tanto a probar la inexistencia del hecho presunto como a demostrar que

no existe. («Diccionario juridico: luris tantum», s. f.)

Publicidad Juridica: Consiste en la exteriorizacion o divulgacion de una situacion

juridica para producir cognoscibilidad general. (Cornejo, 1994)

Registrador: Persona que tiene a su cargo algun registro publico, especialmente el de

la propiedad. . («Diccionario de la lengua espafiola - Vigésima segunda edicion», s. f.)

Sistema Registral: Conjunto de normas que en un pais determinado regulan las
formas de publicidad de los derechos reales sobre bienes inmuebles mediante el
registro de la propiedad, asi como el régimen y organizacién de esa institucion. (Lacruz
Berdejo, 2011).

Usufructo: Derecho a disfrutar bienes ajenos con la obligacién de conservarlos, salvo
que la ley autorice otra cosa.. («Diccionario de la lengua espafiola - Vigésima segunda

edicion», s. f.)

2.2LA PUBLICIDAD JURIDICA Y EL REGISTRO COMO INSTRUMENTO DE
CERTEZA

A través de la historia ha sido una preocupacion basica la propiedad de la tierra, su
modalidad de ocupacion y la transferencia de la posesion de la misma, puesto que la
tierra es un medio para la produccion de alimentos, la generacion de ingresos, asi como
también permite el otorgamiento de crédito y recaudacion de impuestos. El problema

juridico més relevante de la propiedad es la cuestion de sus origenes inciertos (Alvarez
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Caperochipi, 2006) por la dificultad de determinar el primer propietario, si la propiedad

se ha vendido antes y del contenido material del objeto de la propiedad.

Es a través de la publicidad de la posesion, que se ha buscado resolver la
incertidumbre con respecto a la propiedad. La publicidad, consiste en la exteriorizacion
o divulgacion de una situacion juridica para producir cognoscibilidad general. (Cornejo,
1994). Por su parte, Lopez de Zavalia (1983) define la publicidad como la
cognoscibilidad de hechos en base a una declaracion sefialativa del 6rgano
competente, puesta a disposicion del publico por los medios previstos por la ley. De
acuerdo con este concepto para concretar la publicidad, se requiere de un mecanismo y

procedimientos establecidos.

Herndndez Gil (1983) opina que la publicidad - en sentido técnico juridico - solo se
consigue por medio de 6rganos publicos registrales dispuestos para ese fin especifico.
En este caso el mecanismo de publicidad es el Registro, el cual asegura las relaciones

juridicas y salvaguarda los intereses de los participantes en los actos.

2.2.1 EL REGISTRO DE LA PROPIEDAD Y EL SISTEMA REGISTRAL INMOBILIARIO

Se encontrd que el Registro de la Propiedad se puede definir desde 4 puntos de vista
distintos:

e Como institucion juridica

e Como servicio publico

e Como oficina

e Como conjunto de libros

Para los fines de esta investigacion la definicion desde el punto de vista de oficina es la
mas adecuada. Desde esta perspectiva, el Registro de la Propiedad es el centro publico
o lugar donde se hallan los libros en los que se practican los asientos registrales; en el
que el Registrador presta el servicio registral a través de un conjunto de medios

materiales y humanos por él organizados (Faudos, et al, 2008). En concordancia con
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esta definicion el sistema legislativo hondurefio lo contempla como el lugar en el que se
lleva a cabo la inscripcién de las escrituras, con la finalidad primordial de dar seguridad

y certeza al comercio juridico.

Existen diferentes formas en las que se pueden organizar los registros de la propiedad
o inmobiliarios. La via a través de la cual se regula la publicidad registral asi como el
registro, es el Sistema Registral. De ahi se entiende por Sistema Registral: el conjunto
de normas que en un pais determinado regulan las formas de publicidad de los
derechos reales sobre bienes inmuebles mediante el registro de la propiedad, asi como
el régimen y organizacion de esa institucion (Lacruz Berdejo, 2011). Este es en esencia

la pieza fundamental de los entes administradores de la propiedad.

En resumen, este conjunto de normas son reguladoras de los entes organizados por el
Estado que tienen a su cargo la funcidn de registrar personas, sus derechos y los actos
que deban ser inscritos. Un sistema registral debe tener por objetivo el de otorgar
seguridad juridica a los particulares en el trafico inmobiliario, permitiendo saber quiénes
son los titulares y cual es el estado juridico de esos bienes que aseguran y dan eficacia
a ese tipo de transacciones, de tal forma que la persona que figure registralmente como
propietario o titular de un derecho real, en verdad lo sea, salvo que judicialmente se
impugne el contenido de la inscripcion. («Revista del Colegio de Notarios de Jalisco»,
s.f.). Los mismos deben brindar seguridad en todo el proceso, para cumplir el deber de

proteger el derecho de propiedad.

2.2.1 PRINCIPIOS DEL DERECHO REGISTRAL EN HONDURAS

En Honduras se emplean varios principios registrales, que permiten conocer cOmo
funciona el registro, estos se definen como: orientaciones capitales, lineas directrices
del sistema, la serie sistematica de bases fundamentales y el resultado de la
sintetizacion o condensacién del ordenamiento juridico registral. (IP, 2012). Dichas

directrices se encuentran estrechamente relacionadas entre si.
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En ese sentido, la aplicacion de estos principios, permite al Registro de la Propiedad ser
agil, transparente e imparcial. El Registro tiene por objeto y finalidad garantizar a los
usuarios y terceros que las inscripciones y servicios registrales se efectien bajo los
principios de organizacion, eficacia registral, legalidad, prioridad, rogacion,
obligatoriedad, publicidad, tracto sucesivo, especialidad, celeridad, universalidad y fe
publica registral (Congreso Nacional, 2004). Segun el momento en el que se llevan a
cabo, se pueden clasificar en los que se dan previo a que se realice la inscripcion,

durante la misma y posteriores a la inscripcion.

Dentro de aquellos que operan antes de la inscripcion estan el principio de rogacion vy el
principio de legalidad. Por el principio de rogacion el Registrador, con caracter general,
no puede actuar de oficio en la practica de los asientos registrales, sino que debe de
mediar una solicitud o peticion de parte interesada o un mandato de la autoridad judicial
0 administrativa con los que se iniciaré el procedimiento registral. (Faudos, et al, 2008).
El principio de legalidad se refiere que todo titulo que pretenda su inscripcion y/o
anotacion preventiva, sin excepcion, debe estar sometido a una previa calificacion
registral, a fin de que en los asientos correspondientes solamente tenga acceso los

titulos validos y perfectos. («Principios Registrales - llustrados!», s.f.).

Entre los principios que se dan simultaneos a la inscripcion esta el Principio de
Prioridad. Es el principio hipotecario en virtud del cual el acto registrable que
primeramente ingrese en el Registro de la Propiedad, se antepone con preferencia
excluyente o superioridad de rango a cualquier otro acto registral que siéndole
incompatible o perjudicial, no hubiere sido presentado al registro o lo hubiere sido con
posterioridad, aunque dicho acto fuese de fecha anterior. (Faudos, et al, 2008) También
se incluye el de especialidad, que observa que los derechos inscritos en el Registro, se
hagan con precision en cuanto a la persona, el bien inmueble y el derecho. Y el de
Tracto sucesivo que tiene por objetivo la continuidad en orden cronolégico de los actos

de manera que ello refleje el historial sucesivo de cada propiedad.
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Finalmente estan aquellos principios que se dan posterior a la inscripcion, como el
principio de Legitimacion: se presume iuris tantum que el contenido del Registro es
exacto y corresponde a la realidad. (Faudos, et al, 2008). También se encuentra el de
Fe Publica que presume que el contenido de los libros donde se lleva el registro es
exacto; el principio de publicidad indica que el registro puede ser consultado por
cualquier persona y por ultimo el principio de Oponibilidad cuyo objetivo es impedir que
se inscriban derechos que puedan resultar incompatibles con otro derecho que se haya

inscrito anteriormente.

2.2.2 TECNICAS REGISTRALES

Las técnicas registrales mas conocidas son dos: Folio Personal y Folio Real. Se
encontré que el Folio Personal se basa en la generacion de asientos registrales
efectuados en libros, los cuales se ordenan por el propietario del bien inmueble,
mientras que el Folio Real consiste en otorgar un nimero Unico por propiedad al cual se

le denomina matricula.
La siguiente tabla muestra las caracteristicas mas relevantes de ambas técnicas.

Tabla 1: Caracteristicas de las Técnicas Registrales

Folio Personal Folio Real

En cuanto a los derechos de propiedad, los
cambios que afectan un inmueble se registran por
separado, en libros o tomos distintos.

La primera inscripcion hace referencia a la
matricula o nUmero Unico que identifica el
inmueble y los subsiguientes registros se hacen
bajo este numero.

Los nimeros de inscripcién, se asignan de manera
cronoldgica a cada uno de los actos juridicos que
son presentados por las partes interesadas para su
inscripcion.

El registro de los instrumentos o documentos se
realiza en base a cada lote y no del propietario
de este, lo que permite darle seguimiento a los
cambios que se dan en los derechos, por lo cual
hay un mejor control

Se da lugar a la formacién de “Libros” o Tomos que
contienen informacién dispersa de los inmuebles.

Tomando como base este niimero de matricula,
se anexan a esta, notas con la descripcién del
inmueble, direccién, naturaleza, area,
colindantes, clave catastral y planos si se
cuenta con uno. También se anexa los datos de
los derechos de los propietarios.
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2.3 EL INSTITUTO DE LA PROPIEDAD EN HONDURAS

Con la promulgaciéon de la Ley de la Propiedad en el afio 2004, se sientan las bases
para modernizar las instituciones del sector publico que requerian con urgencia cambios
profundos, a través de un ordenamiento juridico y abriendo las posibilidades al empleo
de la tecnologia como herramienta para automatizar y mejorar los procesos, asi como

también para garantizar la seguridad juridica.

Se crea asi el Instituto de la Propiedad (IP), el cual es un ente desconcentrado de la
Presidencia de la Republica, con su propia personalidad juridica y patrimonio propio.
Este ente funciona en todo el territorio hondurefio. Fue creado para administrar la
informacion territorial asi como para otorgar, garantizar y mantener la seguridad juridica
a los titulares de derechos constituidos sobre bienes materiales e inmateriales mediante
la aplicacion de la constitucion de la Republica y demas leyes de la nacion. («Instituto
de la Propiedad», s. f.). Con esto se pretende que el pais cuente con un sistema de la
propiedad incluyente, donde se busca que un alto porcentaje de la poblacion pueda

participar en las actividades econémicas del Estado.

La Ley de la Propiedad es enfatica en cuanto a las atribuciones y derechos del IP, de
entre los cuales se encuentran los siguientes:

e ....Coordinar la creacion y operacion de un sistema integrado de informacion de
la propiedad;

e Crear, administrar y poner a disposicion del publico por cualquier medio
electrénico o fisico la informacién sobe los derechos y registros que son de su
competencia con las limitaciones sefialadas por la ley; (Congreso Nacional,
2004)

Para el logro de estas actividades el IP cuenta con su propia estructura administrativa y

marco de competencias.

En el Reglamento de la Ley de Propiedad, Capitulo Il se detallan los diferentes érganos

y unidades que componen el IP. Algunos de ellos son:
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e Consejo Directivo

e Secretaria Ejecutiva

e Direcciones Generales

e Inspectoria General

e Superintendencia de Recursos
e Secretaria General

e Programa de Administracion de Tierras en Honduras (PATH).

Actualmente el IP cuenta con las siguientes Direcciones Generales: la Direccion
General de Registro (DGR), Direccion General de Catastro y Geografia (DGCG),
Direccion General de Regularizacién Predial (DGRP). Las Direcciones Generales son
los 6rganos responsables de atender, coordinar y ejecutar a nivel nacional los asuntos
que sean competencias especificas y especializadas del Instituto de la Propiedad
(Instituto de la Propiedad, 2010). Cada una de ellas esta a cargo de un Director General
y todos los Registros que dependan del IP atafien a estas Direcciones. En base a esta
estructura el IP tiene como parte de sus funciones, lograr a cabalidad los objetivos y
finalidades del Registro de la Propiedad Inmueble (RPI) tal como se menciona en el

Articulo 28 de la Ley de la Propiedad.

El RPI comprende el registro de todos los derechos e intereses pertenecientes a los
bienes inmuebles. Es decir, el RPI inscribe instrumentos que crean, transfieren,
modifican, o cancelan la pertenencia o0 derechos de posesion. Similarmente,
documentos relacionados a herencias, usufructos, servidumbre, y arrendamiento,
cuando tales derechos tienen la intencion de tener efectos contra terceras personas
deben ser inscritos en el RPI. (PATH, 2005). Este Registro forma parte de los que por
ley se denomina el Registro Unificado de la Propiedad, que ademas de la Propiedad
Inmueble incluye la Propiedad Mueble, Mercantil, Intelectual y los registros especiales
(personas juridicas, informacion cartografica, geogréafica, areas protegidas y las demas

que el IP desee incorporar).
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2.3.1 PROGRAMA DE ADMINISTRACION DE TIERRAS DE HONDURAS (PATH)

El Programa de Administracién de Tierras de Honduras (PATH) tuvo sus inicios en el
Proyecto de Administracion de Areas Rurales (PAAR) en el afio 1995. Posteriormente
bajo una nueva iniciativa denominada Proyecto de Modernizacién de los Sistemas de
Registro de Propiedad Inmueble y Mercantii en Honduras (PMSR) cambia de
denominacion y se enfoca en la automatizacion y reforma estructural del Registro de la
Propiedad en Honduras.(PATH, 2005). Actualmente es un programa adscrito al IP, el
cual es financiado por el Banco Mundial, que busca establecer un sistema de

administracion de tierras integrado y descentralizado.

Como parte de sus compromisos el PATH deberéd institucionalizar el Sistema de
Administracion de la Propiedad, otorgando apoyo técnico a las instituciones publicas y
privadas que integren el mismo. Entre los objetivos y propositos de mayor relevancia del
PATH podemos mencionar:

e Generar, registrar, vincular y administrar, informacion veraz y actualizada, sobre
las transacciones caracteristicas y normativas de la propiedad.

e Propiciar el fortalecimiento de los mercados financieros secundarios, mediante la
seguridad en las transacciones de bienes inmobiliarios, bienes muebles,
propiedad intelectual y otros. (PATH, 2012)

Con estos objetivos se busca como resultado que el IP se transforme en una institucién
fortalecida que sea capaz de asumir un papel protagonico en la administracion de

tierras en el pais.

La estructura organizacional del PATH corresponde a la definicion de objetivos, metas y
la definicién de la estrategia de ejecucion que fue planteada para el mismo. En la figura
2 se muestra el organigrama del PATH disponible en su péagina web

http://www.path.hn/path/index.php/pathii/organigrama.

Segun se observa en dicho organigrama, éste se subdivide en componentes y areas,

los cuales responden a objetivos especificos y han sido subdivididos en “areas de
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accion tematicas”, cada una de ellas atiende los proyectos que colaboran con las metas
gue han sido establecidas.

SECRETARIA
EJECUTIVA I.P.
COORDINADOR
NACIONAL
Unidad de AREA DE ADQUISICIONES COMUNICACIONES
Operaciones.____._..., -~~~y (= 0 L
Administrativa FEREREIEn
Unidad de i A
Contabilidad AREA DE ADMINISTRACION MONWOREQ Y Evaluacion
. Y FINANZAS EVALUACION
Unidadde |
Desembolsos e CEDOC
FORTALECIMIENTO MODERNIZACION DE INFOTECNOLOGIA RE%?JE:??T;EC\I(ON
INSTITUCIONAL REGISTROS
------- N T Mantenimiento Levantamiento
Implementaci D lode || 0 mapacpentemmEe =
Fortalecimiento___} gz’;z‘;;oj de || i 6nSURE i Siessti:rzgso de Catastral Catastral
Institucional Sociales =4 4 Supervisién ____Transcripcion
HIEED A De Contratos De Fichas
----------- Matriculas Soporte
Relaciones . Tecnico Asistencia_____ ___Mapeo
Interinstitucion----------- 2 r?stﬁ:zgtal ........... Folio Real Eegal
des =Ly Red Vista Publica__ | copito de
Digitalizacion Metropolitana Administrativa
---------- -de Tomos

Figura 2. Organigrama del PATH
Fuente: www.path.hn (2012)

2.4 SISTEMA UNIFICADO DE REGISTROS (SURE)

De acuerdo a lo dispuesto en el Articulo 5, Numeral 3, de la Ley de Propiedad, el IP
generard, operard y administrard un sistema de informacién, utilizando medios

electronicos y las nuevas tecnologias.

El Sistema Nacional de Administracion de Propiedad (SINAP) operara como un sistema
integrado de Informacion del territorio en materia de geografia y propiedad, e integrara,
registrara y publicara la informacion contenida en los subsistemas que los constituyen:
el Sistema Nacional de Informacion Territorial (SINIT), el Registro Nacional de

Normativas de Ordenamiento Territorial (RENOT), Sistema Unificado de Registros
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(SURE) y el Sistema Nacional de Informacién Geografica de Honduras (SINIGH)
(Instituto de la Propiedad, 2010). El desarrollo de esta plataforma tecnoldgica ha sido
realizado por el PATH.

El SURE es el aplicativo medular del SINAP, y es fundamental para la seguridad del
sistema de propiedad y tenencia del pais. El SURE es el subsistema a través del cual
es posible vincular la informacién registral y catastral de cada predio, asi como los datos
generales de la o las personas que se declaran con derecho sobre él.(PATH, s.f.) El
SURE es una herramienta de apoyo al trabajo diario registral del IP, pero la tutela del

sistema la tiene el PATH.
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Expandir Todo

[E’:? Modulos de Sistema Unificado de Registrnsl Para instalar el certificado raiz
= de CACert haga dic aqui,
é] Consultas Generales
i _ . Seleccione Abrir v despues
]D Registro de la Propiedad Instalar Certificado. Presione
J-D Registro Catastral Continuar en 2l asistente de

instalacidn hasta finalizar.
“[? Registros Especiales

- uUsuarios Profesionales del TP
“{[® Produccion PATH

EI-EJ Comunes

g Cambiar Contraseria

~£&| Administracion de Usuarios
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[ ~&] Ejemplos SURE
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Derechos reservados PATH - UCP © 20022012,
| Sistema Unificado de Registros - SURE

Prohibida su uso v reproduccian para otros fines.
Para consultas y observaciones contactenos,

[ Listar todas las noticias

| MNoticias SURE

s TRRURR pros SRR s AU e GUSARY oy N e

Figura 3. Pantalla Principal del SURE

Fuente: www.sure.sinap.hn (2012)
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La figura 3 muestra la pantalla principal del SURE el cual es un sistema web que cuenta
con 30 modulos con propositos especificos entre ellos el Modulo de Registro de
Propiedad Inmueble. Dicho sistema, permite registrar y consultar via una pagina web,
actualmente es utilizado en 9 registros que han sido modernizados para emplear esta

técnica automatizada.

Inicio | Vision | Estructura | Normas | Enlaces
Usuarios Profesionales | Sistemas Especializados | iQue Hacen los Sistemas? | Contacto | English Version

Presentacion Folio Personal

Presentacién Folio Real Condiciones de Uso

Consulta de Imagenes

CONSULTAS

La Consultas forman parte del Sistema Unificado de Registros SURE, estas consultas no son
cobradas actualmente, pero el Instituto de la Propiedad IP, se reserva el derecho de caobrar por
Solicitud en Folio Personal estas sin previo aviso en un futuro.

Solicitud en Folio Real

SISTEMA

La Informacion presentada en estas consultas no debe ser utilizada para ofros fines que no sea las
que establece el Instituto de la Propiedad IP, el uso inadecuado de esta puede llevar a sanciones
legales establecidas por la ley.

Este Modulo requiere MS® Internet Explorer 6.0 o superior,
En ofros navegadores puede ser gue algunas consutas no

funcionen correctamente.
SISTEMA UNIFICADO DE REGISTROS

Figura 4. Consultas Publicas del SURE
Fuente: Portal SINAP (2012)

En la figura 4 se muestra el sitio de Consultas Publicas del SURE, que pueden ser
accedidas por entidades publicas y privadas como los bancos e instituciones de crédito
en este enlace: http://www.sinap.hn/portal/page? _pageid=52,1&_ dad= portal&_schema
=PORTAL

2.4.1 PROCESO REGISTRAL - INSCRIPCION EN FOLIO REAL USANDO SURE

El proceso de inscripcion de una escritura publica involucra una serie de pasos que
sigue un documento desde que el Usuario lo presenta hasta su inscripcion o en su
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defecto la Resolucion de Denegatoria Provisional o Definitiva, segun se muestra en la

Figura 5.
Ventanilla . .
(Ingreso de Primer Escaneo > Distribucién .| Asigna a Celula Reglstral
Documento) (Registrador Titular)

4

Asigna Documento a Distribucion de Documentos a
Calificacion de Documento |« Calificador (Registrador |« )
) Celula Registral
Adjunto )
o NO
¢Inscribible?
Sl
A
Calificado con Auto-
Calificado Inscribible Denegatoria Provisional o
Definitiva
4 v
Generacion de Auto de Generacion de Auto
Inscripcion (Registrador Denegatoria Provisional o
Adjunto) Definitiva (Registrador
Adjunto)

y

Sellos de Inscripcién
(Asistente de Registrador)

4

Firma del Documento
(Registrador Adjunto)

y

Segundo Escaneo

A

Archivo

v

v

Ventanilla
(Retiro de Documento)

Figura 5. Proceso de Inscripcion bajo latécnica del Folio Real en el RPI

Fuente: PATH (2011)
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En la figura se observa que el proceso empieza con la presentacion al registro de una

escritura publica en ventanilla.

Es importante mencionar que los datos generales de ese documento son digitados en el
SURE, incluyendo la fecha y hora de recibido. Adicionalmente, a la presentacion se le
asigna un namero de transaccion unico, el cual puede ser usado mas adelante para

determinar cuando el documento fue ingresado en relacion a los demas.

Se realiza un primer escaneo y pasan a una oficina de distribucion. Aqui, los
documentos se distribuyen a una Célula Registral, que no es mas que un equipo de
abogados liderados por un Registrador Adjunto. Los Registradores Adjuntos estan
adscritos a un Registrados Titular. Existe un Registrador Titular por cada Registro en el

pais.

El Registrador Adjunto distribuye dentro de su Célula Registral los documentos. Al
miembro de la célula al que se le asigno el documento, empieza por revisar si cumple
con las formalidades legales establecidas, esta etapa se denomina “calificacion”. Si se
encuentran errores o deficiencias en el documento y la deficiencia puede ser corregida,
se elabora una nota describiendo cual es el cambio requerido dando lugar a un Auto
Denegatoria Provisional y el documento es devuelto al area de archivo para que sea
recogida por la persona que lo presento. Cuando un error o falla no puede ser
arreglado, la presentacion se deniega, (Auto Denegatoria Definitiva) y el documento es

devuelto a la oficina de archivo.

Si no se encuentran errores en el documento, o si los errores, una vez encontrados, han
sido corregidos, la aplicacion pasa nuevamente al Registrador Adjunto para la
Generacion del Auto de Inscripcion. ElI documento es sellado y firmado. Luego es
escaneado por segunda vez pasando finalmente al area de archivo para que sea

retirado por el interesado.
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2.5 MINERIA DE DATOS

La Mineria de datos es un término utilizado para describir el descubrimiento de
conocimiento dentro de grandes cantidades de datos. Técnicamente se puede definir
COmMO un proceso que usa técnicas estadisticas, matematicas y de inteligencia artificial
para extraer e identificar informacién Gtil y posteriormente conocimiento (o patrones) de
grandes conjuntos de datos (Turban, Sharda, & Delen, 2009). Esta definicion ubica a la
mineria de datos como un proceso donde se interceptan técnicas de diferentes
disciplinas, y aunque no se requiere ser experto en ellas es necesario un conocimiento

basico.

Segun autores como Prabhu & Venatesan, (2007) la mineria de datos, conocida
también como descubrimiento de conocimiento en bases de datos, es la extracciébn no
trivial de informacién implicita, previamente desconocida y potencialmente util a partir
de los datos. Estos elementos hacen de la mineria de datos un proceso iterativo
destinado al analisis de grandes conjuntos de datos que permitan realizar inferencias a
individuos involucrados en la toma de decisiones y solucién de problemas en diferentes

areas como ser: ventas, mercadeo y finanzas, por mencionar algunas.

2.5.1 HISTORIA DE LA MINERIA DE DATOS

El termino mineria de datos puede parecer nuevo, pero el concepto como tal y las
ideas detras del mismo no lo son, ya desde los afios sesenta se manejaban términos
como Data Fishing con la idea de encontrar correlaciones dando como resultado que
muchas de las técnicas utilizadas tuvieran sus raices en otras disciplinas. Sin embargo,
La industria de base de datos ha sido testigo del camino evolutivo en el desarrollo de
funcionalidades como (ver Figura 6): recolecciéon de datos y creacién de base de datos,
administracion de datos y andlisis de datos avanzados.(Han & Kamber, 2006). Esta
claro que la mineria de datos puede ser vista como el resultado de la evolucidén natural
de la tecnologia de informacidon y a lo largo de los afios su evolucién esta

estrechamente relacionada con la evolucién de las bases de datos.
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Recoleccion de Datos y Creacién de bases de datos
(1960 y anteriormente)

e Procesamiento Primitivo de Achivos

\ 4
Sistemas Administradores de Bases de Datos
(1970 — inicios de la década de 1980)

e Sistemas de bases de datos en red y jerarquicos

e Sistema de bases de datos relacionales

e Herramientas de modelado de datos: modelos
entidad-relacién

e Meétodos de acceso e indexado: B-tress, hashing
e Lenguajes de Consulta: SQL
e Interfaces de usuarios, formularios y reportes
e Procesamiento y optimizacion de consultas
e Transaccionesy control de concurrencia
e Procesamiento de transacciones en linea (OLTP)
y 4 \ 4
Sistemas de Bases de Datos Analisis Avanzado de Datos: Almacenes Bases de Datos basadas en web
Avanzados de Datos y Mineria de Datos (1990 — actualidad)
(Mitad de la década de 1980— (Final de la década de 1980- actualidad)
actualidad) e Sistemas de bases de datos
e Almacenes de datos y procesamiento basados en XML
e Modelos de datos analitico en linea (OLAP) e Integracion con recuperacion
avanzados: relacional e Mineria de datos y descubrimiento de de informacion
extendida, objeto-relacional de conocimiento: generalizacion, e Integracién de Datos e
e Aplicaciones avanzadas: asociacion, clasificacion, agrupamiento, Informacion
espacial, temporal, patrones frecuentes y andlisis de
multimedia, cientifica, patrones estructurados, analisis de
basada en conocimiento anomalias, andalisis de tendencias y
desviaciones, etc.
e Aplicaciones de Mineria de datos
avanzadas: stream data mining, bio-
data mining, analisis de tiempo-serie,
text mining, web mining, deteccién de
intrusos , etc.
e Mineria de datos y la sociedad: mineria

de datos preservando la privacidad

A4
Nueva Generacion de Sistemas de Informacién y
Datos Integrados
(presente y futuro)

Y

A

Figura 6. La evolucién de los sistemas de Base de Datos
Fuente: Han & Kamber, (2006)

2.6 TAXONOMIA DE MINERIA DE DATOS

Taxonomia en su sentido mas general es la ciencia de la clasificacion. Es importante

gue antes de revisar las diferentes técnicas y algoritmos disponibles para la mineria de
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datos hagamos un esfuerzo por dar una clasificacion que nos permitan ubicarlas dentro

de un marco mas amplio.

Durante la investigacion se pudo constatar que no existe una clasificacion generalmente
aceptada y que su clasificacién depende basicamente de tres factores: del conjunto de
datos que se dispone, del problema a resolver y de las herramientas disponibles. La
siguiente imagen resume la clasificacion de tareas, técnicas y algoritmos que a nuestro

criterio es la mas clara y facil de comprender.

[Minen’a de Datosa Algoritmos Populares
L, Arboles de Regresion y Clasificacién, Redes Neuronales Atrtificiales
EEE—— Prediccion (ANN), Maquina de Soporte Vectorial (SVM), Algoritmos Geneticos

Arboles de decision, Redes Neuronales Atrtificiales (ANN), Maquina
de Soporte Vectorial (SVM), Conjuntos Aproximados

Regresi()n j Regresion Linear / No linear, Arboles de regresion, Redes

Neuronales Atrtificiales (ANN), Maquina de Soporte Vectorial (SVM)

H[ Clasificacion

4>[ Asociacion ] Apriori, OneR, ZeroR, Eclat

Reglas de Algoritmo Apriori de Maximizacién de Expectativa, Emparejamiento
Asociacion basado en graficas

Analisis _de Algoritmo Apriori, Técnica FP-growth
Secuencias

K-Means, Redes Neuronales Artificiales (ANN),
Mapas de Auto organizacion (SOM)

AnaI|S|s,de K-Means, Maximizacion de Expectativa (EM)
Anomalias

—»[ Agrupamiento ]

Figura 7. Una Taxonomia simple de las tareas de la Mineria de Datos
Fuente: Turban et al., (2009)

2.7 TECNICAS DE MINERIA DE DATOS

El uso de mineria de datos es cada vez mas importante en las organizaciones que
mantienen grandes repositorios de datos y necesitan extraer el conocimiento que se

encuentra dentro de ellos de manera que puede ayudarlos a mejorar. Con la mineria de
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datos pueden llevarse a cabo principalmente tres tareas, denominadas también

técnicas: prediccion, asociacion y agrupamiento.

2.7.1 PREDICCION

Es una de las principales técnicas por las cuales se usa mineria de datos y es en
ocasiones conocida como estimacion y a veces asociada con el término pronostico.
Prediccién tiene como propdsito anticipar el valor que una variable aleatoria asumira en
el futuro o estimar la probabilidad de futuros eventos (Vercelli, 2009). Normalmente
hacemos uso de esta técnica, aunque de manera indirecta, al revisar los prondsticos del
tiempo o para algunos interesados en el mundo financiero al revisar la prediccion del

alza o baja de acciones, por mencionar algunos de sus principales usos hoy en dia.

2.7.2 ASOCIACION

Es una de las principales técnicas mediante las cuales se pueden descubrir relaciones
interesantes en nuestros conjuntos de datos. “Asociacion es el trabajo de encontrar que
atributos “van juntos”.... “busca descubrir reglas para cuantificar la relacion entre dos o
mas atributos” (Larose, 2005). Este tipo de técnica es principalmente utilizada en
analisis del “carrito de compras” donde se analiza los articulos adquiridos por cada
cliente para determinar patrones significativos de compra.

2.7.3 AGRUPAMIENTO (CONGLOMERADOS)

Es otra de las principales técnicas de mineria de datos cuyo fin es identificar
conglomerados con caracteristicas similares. Una definicion de agrupamiento podria ser
“el proceso de organizar objetos dentro de conglomerados cuyos miembros son
similares de alguna manera”. Un conglomerado es por lo tanto una coleccion de objetos
que son “similares” entre ellos y son “no similares” a los objetos que pertenecen a otros
conglomerados.(Prabhu & Venatesan, 2007). Esta técnica nos ayudard a encontrar a

conglomerados homogéneos que nos permitan identificar, segin nuestros intereses, ya
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sea un nuevo nicho de mercado o detectar valores atipicos que no son incluidos en

ninguno de los conglomerados resultantes.

2.8 METODOS DE APRENDIZAJE

Antes de describir los principales algoritmos de mineria de datos, es importante conocer
los diferentes métodos de aprendizaje que un algoritmo de mineria de datos puede
utilizar. En mineria de datos los algoritmos pueden ser clasificados por su método o
proceso de aprendizaje en tres categorias que son: supervisados, semi-supervisados y

no supervisados.

2.8.1 SUPERVISADO

En un método de aprendizaje supervisado (o directo), un atributo objetivo representa la
clase a la que cada registro pertenece... el proceso de aprendizaje supervisado es por
lo tanto orientado a la prediccién e interpretacién con respecto a un atributo objetivo.
(Vercelli, 2009) Los métodos supervisados aunque son altamente efectivos y pueden
tener un alto grado de exactitud, sin embargo lograr un alto nivel de efectividad y

exactitud puede ser excesivamente caro.

2.8.2 SEMISUPERVISADO

Es un método de aprendizaje que aprende de un pequefio conjunto de registros
etiquetados (con el atributo objetivo) y un gran conjunto de datos no etiquetados (sin el
atributo objetivo)(Liu, 2007). Los métodos semi-supervisados tienen la opcion de
preparar un conjunto de datos que incluya una etiqueta (atributo objetivo) que
identifique a que clase pertenece, y cuando hablamos de detectar anomalias
identificamos basicamente dos clases: normal y anomalia. Y lo mas comdn es que ese
conjunto de datos se haga con la clase normal que es relativamente facil de obtener;
por el contrario un conjunto de datos que represente todos los escenarios de anomalias

existentes es caro y dificil de obtener.
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2.8.3 NO SUPERVISADO

En un método de aprendizaje no supervisado (o indirecto) no se guia por un atributo
objetivo. Por lo tanto, las tareas de mineria de datos en este caso son dirigidas a
descubrir patrones y afinidades en el conjunto de datos. (Vercelli, 2009). Este método al
contrario de los anteriores no presupone existe un atributo objetivo sino que hace otro
tipo de suposiciones sobre los datos, que dependeran del algoritmo seleccionado.
Aungue es uno de los métodos mas populares de aprendizaje es victima de un alto
porcentaje de falsas alarmas, eso debido a que frecuentemente las suposiciones

realizadas no son ciertas.

2.9 ALGORITMOS DE MINERIA DE DATOS

Hay muchas maneras diferentes de desempefiar las tareas de mineria de datos. Estas
tareas no solo requieren ciertos tipos o estructuras de datos sino también que implican
algun tipo de técnica o algoritmo matemético. Existe una amplia lista de algoritmos
disponibles para llevar a cabo las principales tareas de mineria de datos, sin embargo a

continuacion mencionamos los mas importantes.

2.9.1 REDES NEURONALES ARTIFICIALES (ARTIFICIAL NEURAL NETWORK)

Las redes neuronales son modelos matematicos que se pueden adecuar para casi
todas las técnicas de mineria de datos, con especial énfasis en prediccion. Las Redes
Neuronales son técnicas analiticas que siguen el modelo del proceso de aprendizaje
en el sistema cognitivo y las funciones neurolégicas del cerebro, capaz de predecir
nuevas observaciones (sobre las variables especificas) de otras observaciones (en las
misma u otras variables) después de ejecutar un proceso de llamado aprendizaje a
partir de los datos existentes. (Prabhu & Venatesan, 2007). Este proceso de aprendizaje
implica un “entrenamiento” -que puede ser supervisado (guiado) o no supervisado- el
cual una vez concluido da como resultado una red neuronal lista para ser aplicada y

utilizada para realizar predicciones.
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2.9.2 REGRESION LINEAR (LINEAR REGRESSION)

Se usa principalmente en taras de estimacion (prediccidon). La regresion linear simple
nos permite relacionar una variable dependiente continua Y a una continua e
independiente variable X. Es comunmente aceptado que los valores para X sean
controlados y no sujetos a errores de medidas, y los correspondientes valores de Y son
observados (Tufféry, 2011). Este algoritmo tiene algunos requerimientos que se debe
tener en cuenta, por ejemplo, todos los predictores sean numéricos y preferiblemente

continuos; tiene dificultades para manejar valores omitidos

2.9.3 MAQUINA DE SOPORTE VECTORIAL (SUPPORT VECTOR MACHINE)

Segun Han & Kamber, (2006) la Maquina de Soporte Vectorial es un algoritmo que
utiliza un mapeo no linear para transformar los datos de entrenamiento originales a una
dimensién superior. Dentro de esta nueva dimensién, busca el hiperplano 6ptimo de
separacion lineal (es decir, una "frontera de decisién" que separa los registros de una
clase de otra) Este algoritmo encuentra esa frontera de decision utilizando vectores de
soporte, posiblemente sea uno de los algoritmos mas eficaces pero a su vez de los mas
lentos por lo que la velocidad de entrenamiento del conjunto de datos y de las pruebas
pueden convertirse en poco factibles cuando se trata de grandes conjuntos de datos.

2.9.4 ARBOLES DE DECISION (DECISION TREES)

Los arboles de decisiéon son una de los algoritmos de mineria de datos directas mas
poderosos, porque pueden usarse en una amplia gama de problemas y ellos producen
modelos que explican como estos problemas trabajan. Un arbol de decisién es una
coleccion jerarquica de reglas que describe como dividir una larga coleccion de de
registros dentro de grupos cada vez mas pequeiios de registros. Con cada sucesiva
divisién los miembros del segmento resultante se vuelven mas y mas similares entre
ellos.(Linoff & Berry, 2011).
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295 APRIORI

El algoritmo Apriori es un método clasico de reglas de asociacion que funciona de
manera iterativa y genera conjuntos de items frecuentes basado en un precepto tedrico
llamado el principio de Apriori. El algoritmo Apriori es un método eficiente de extraer
reglas rigurosas contenidas en un conjunto de transacciones. En su primera fase el
algoritmo genera los conjuntos de items frecuentes en una forma sistematica, sin
explorar el espacio de todos los items candidatos, mientras que en la segunda fase
extrae las reglas fuertes... El principio de Apriori: si un conjunto de items es frecuente
entonces todos sus subconjuntos son también frecuentes (Vercelli, 2009) La
determinacién de esas “reglas fuertes se basa en que deben cumplir con el

requerimiento de no exceder el umbral minimo predefinido de confianza.

2.9.6 K-MEANS

El algoritmo de agrupamiento K-means es un algoritmo sencillo y efectivo que define un
parametro K que indica cuantos conglomerados se buscan. Los puntos K son elegidos
aleatoriamente como centros de un conglomerado. Todas las instancias son asignadas
a su centro de conglomerado més cercano de acuerdo a una distancia métrica. Luego la
media de cada instancia es calculada...y estas son tomadas para ser los nuevos
valores centrales. El proceso se repite con los nuevos valores centrales hasta que los
mismos puntos son asignados a cada conglomerado en iteraciones consecutivas, etapa
en la que el centro del conglomerado se ha estabilizado (Witten, Frank, & Hall, 2011).
Hay que tener en cuenta que este algoritmo es sensible valores atipicos ya que estos

pueden afectar el célculo de la media.
Se pueden lograr mejores resultados si se tiene claridad con antelacion el nimero de

conglomerados que se desean generar y si se asigna un valor a la media de estos de

manera que no sea aleatorio.
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2.9.7 KVECINO MAS CERCANO (K NEAREST NEIGHBOR)

Es un algoritmo que busca patrones usando similitud basado en un concepto de
cercania que realmente se traduce en una distancia numérica, por lo que la distancia de
cada punto hacia todos sus vecinos mas cercanos es determinada. KNN funciona de la
siguiente manera: siendo D nuestro conjunto de datos de entrenamiento. Nada es
realizado con los registros de entrenamiento. Cuando una instancia de prueba se
presenta, el algoritmo compara d con cada instancia del conjunto de datos de
entrenamiento para calcular la similitud o distancia entre ellos. Las instancias k mas
similares (cercanas) en D son seleccionadas. Este set de instancias es llamada los
vecinos mas cercanos de d (k nearest neighbors of d). Luego d toma la clase mas

frecuente entre los vecinos mas cercanos. (Liu, 2007)

Es un algoritmo que hace gran cantidad de calculos y a medida que el conjunto de
datos expuesto aumenta su cantidad de registros asi lo hace el costo de calculo del

mismo.

2.9.8 FACTOR DE ANOMALIA LOCAL (LOCAL OUTLIER FACTOR)

LOF es uno de los primeros algoritmos con enfoque de vecinos mas cercano y basado
en densidad, comparando la densidad de un objeto con los demas en su vecindario.
Este algoritmo considera un objeto como una anomalia local si se encuentra aislado en
relacion a sus vecinos locales... no considera la propiedad de ser una anomalia como
una propiedad binaria. En vez de eso evaltua el grado en el que un objeto es una
anomalia. Este grado de anormalidad es calculado como el factor de anomalia local de
un objeto. Es local en el sentido que el grado depende de cuan aislado el objeto este
respecto a su vecindario circundante.(Han & Kamber, 2006) Aunque se han
implementado variantes de este algoritmo (como COF, INFLO, LOCI) y a pesar de ser

un algoritmo tiene un alto costo de calculo sigue siendo uno de los mas utilizados.
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2.10 MODELOS DE MINERIA DE DATOS

Un modelo, por lo menos en mineria de datos, es una representacion computarizada de
observaciones del mundo real. Modelos son la aplicacion de algoritmos para buscar,

identificar y mostrar cualquier patron o mensaje dentro de los datos (North, 2012).

Un modelo de mineria de datos se crea mediante la aplicacion de un algoritmo a los
datos, pero es algo mas que un algoritmo o un contenedor de metadatos: es un
conjunto de datos, estadisticas y patrones que se pueden aplicar a los nuevos datos
para generar predicciones y deducir relaciones.(«Modelos de mineria de datos», s. f.)

De las dos definiciones anteriores podemos resumir que un modelo de mineria de datos
se compone de varios elementos, como: la definicion de un conjunto de atributos que
deben extraerse de una base de datos para el conjunto de datos a minar, la aplicacién
de una técnica o algoritmo de mineria de datos al conjunto de datos seleccionado y la
generacion de nuevos atributos que permitan obtener conocimiento. Este udltimo en
nuestro caso seria que nos permita identificar ejemplos (registros) considerados como

anomalias.

2.11 DETECCION DE ANOMALIAS

2.11.1 ANOMALIA

Una anomalia o valor atipico es basicamente un dato que normalmente se califica de
extremo ya que su valor se aleja mucho de la tendencia (media o0 moda) de los demas
datos que se estén analizando. Los valores atipicos son puntos de datos que estan muy
lejos de otros puntos de datos. Los valores atipicos pueden ser errores en los datos
almacenados o puntos de datos especiales con valores muy diferentes (Liu, 2007).Por
lo tanto algunos valor atipicos pueden ser validos y simplemente resultado de la

variabilidad de algunos atributos en ciertos conjunto de datos, por ejemplo, el salario de
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los ejecutivos de alto nivel si estos se analizaran en conjunto con los salarios del resto

de empleados de la compafiia

2.11.2 METODOS PARA IDENTIFICAR ANOMALIAS

En la literatura hay una amplia gama de enfoques relacionados con la deteccion de
anomalias siendo los de mas amplio uso los siguientes: método estadistico, método

basado en distancia, método basado en densidad y método basado en conglomerados.

2.11.3 METODO ESTADISTICO

Segun Maimon & Rokach, (2010) en el enfoque estadistico los valores atipicos para
campos especificos son identificados basados en estadisticas automaticamente
calculadas. Para cada campo, la media y desviacién estandar son utilizadas, y basadas
en el teorema de Chebyshev, aquellos registros que tienen ciertos valores en un campo
determinado fuera de un numero de desviaciones estandares de la media son
identificados como atipicos. Este enfoque se puede decir que consta de dos etapas,
primero la creacion del modelo probabilistico que represente los registros “normales” y
luego la determinacion de un umbral que utilizando las medidas de tendencia central del

conjunto de datos se use como referencia para determinar aquellos registros atipicos.

2.11.4 METODO BASADO EN DISTANCIA

Estos algoritmos se basan generalmente en las medidas de distancia locales y son
capaces de manejar grandes bases de datos La mayoria de algoritmos basados en
distancia son definidos basados en el concepto de vecindario local o k vecinos mas
cercanos de los datos. La nocion de anomalias basadas en distancia no asume ninguna
distribucion de datos subyacente y generaliza muchos conceptos de los algoritmos
basados en distribuciéon (Zhang, 2013). Estos algoritmos son mas eficientes por lo que

requieren menores capacidades de calculo.
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2.11.5 METODO BASADO EN DENSIDAD

Estos algoritmos utilizan mecanismos mas complejos para determinar el grado de
anormalidad que los basados en distancia. Los algoritmos basados en densidad
asumen que los puntos que pertenecen a cada conglomerado provienen de una
distribucion probabilistica especifica. La distribucion global de los datos se supone que
es una mezcla de muchas distribuciones. El objetivo de estos algoritmos es identificar
los conglomerados y sus parametros de distribucion. (Maimon & Rokach, 2010) Los
algoritmos basados en densidad cuentan con un modelado mas fuerte de valores

atipicos pero a la vez requieren de mayores capacidades de calculo.

2.11.6 METODO BASADO EN CONGLOMERADOS

Muchos algoritmos de mineria de datos en la literatura encuentran anomalias como
consecuencia de algoritmos de agrupamiento y definen anomalias como puntos que no
encuentran dentro de un conglomerado o estan localizados muy lejos de uno. Asi los
algoritmos de agrupamiento implicitamente definen anomalias como el ruido de fondo
de los conglomerados... siendo las principales categorias de algoritmos de agrupacion:
particionamiento de conglomerados, jerarquizacion de conglomerados, conglomerados
basados en densidad.(Zhang, 2013) Originalmente los algoritmos de agrupamiento no
estaban destinados a identificar anomalias estos se han adaptado en base al hecho
que las anomalias son agrupadas en conglomerados pequefios 0 no pertenecen a

ninguno.

2.12 METODOLOGIAS DE APLICACION DE LA MINERIA DE DATOS

Para poder llevar a cabo un proyecto de mineria de datos de forma ordenada y
eficiente, se han desarrollando varias metodologias, las cuales estan basadas en las
mejores practicas y con el tiempo se han convertido en un estandar que permiten
maximizar las posibilidades de éxito en dichos proyectos. Dentro de estan se

encuentran principalmente dos: la metodologia CRISP-DM y la metodologia SEMMA.
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2.12.1 METODOLOGIA CRISP-DM

Uno de los mas conocidos es Cross-Industry Standard Process for Data Mining, que fue

concebido por un consorcio Europeo a finales de los afios 1990s.

Esta guia se considera una metodologia, pues es descrita en términos de modelo de
procesos jerarquico, consistente en grupos de tareas detalladas en cuatro niveles de
abstraccion (de lo general a lo especifico): fase, tarea genérica, tarea especializada, e
instancia de procesos (Chapman, Clinton, Kerber, Khabaza, Reinartz, , Shearer, &
Wirth, 2000), tal y como se puede observar en la Figura 8.

Modelo Genérico
CRISP

/
Tareas generales \ | | \ T

Proyeccion

L

Tareas especializadas [g i [F é ;e Eg

Figura 8. Cuatro niveles de abstracciéon de la metodologia CRIPS-DM
Fuente: IBM (2011)

En el nivel superior, el proceso de mineria de datos consta de fases; y estas fases
contienen tareas genéricas ubicadas en el segundo nivel denominado “genérico”,

llamado asi ya que trata de cubrir todas las posibles situaciones de la mineria de datos.

En el tercer nivel estan las tareas especializadas, este incluye la descripciéon de las
acciones de cada una de las tareas genéricas y como deberan ser llevadas a cabo.
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El cuarto nivel, contempla un registro de todas las acciones, decisiones, y de los
resultados obtenidos de una implementacion de mineria de datos. Representa lo que en

realidad paso en una implementacion en particular.

Asi mismo CRISP-DM se considera un modelo de procesos, puesto que provee una
vision general del ciclo de vida de proyecto de mineria de datos. Este contiene las fases
de un proyecto, sus respectivas tareas, y la relacion entre esas tareas. A este nivel de
descripcion, no es posible identificar todas las relaciones. Pueden existir relaciones
entre cualquiera de las tareas de mineria de datos dependiendo de las metas, el
antecedente y el interés de los usuarios — y lo mas importante — de los datos. (IBM,
2011).
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Figura 9. Fases del modelo de referencia CRIPS-DM
Fuente: CRISP-DM (2000)
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Como se observa en la figura el ciclo de vida del proyecto de mineria de datos consta
de 6 fases, donde el paso de una a otra o secuencia de las mismas no es rigido, por lo
cual se puede avanzar y regresar a una fase o tarea de una fase segun se considere

necesario.

2.12.2 METODOLOGIA SEMMA

Es el proceso de seleccion, exploracién, modelado y evaluacién de grandes cantidades
de datos para descubrir patrones de negocio desconocidos. El nombre es un acronimo
que corresponde a las nombres, en inglés, de los pasos basicos del proceso de
conducir una mineria de datos: Seleccionar (Sample), Explorar (Explore), Modificar
(Modify), Modelar (Model) y Evaluar (Asses).

Seleccionar (Sample)
Generar una muestra
representativa de los datos

Evaluar (Assess)
Evaluar la precision y utilidad
de los modelos

Explorar (Explore)
Visualizacion y descripcion
basica de los datos

Modelar (Model) Modificar (Modify)

Usar variedad de estadisticas Seleccionar variables,
y modelos de aprendizaje de transformar la representacion
maquina de las variables

Figura 10. Pasos basicos metodologia SEMMA

Fuente: http://www.sas.com
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Como se ve en la figura, estos pasos se realizan de manera iterativa, aungue no

necesariamente en el orden presentado.

A continuacion se detalla en qué consiste cada unos de los pasos:

Seleccionar: Elementos relevantes de los datos son extraidos de una base de
datos o de un almacén de datos dentro de una tabla que contiene todas las
variables necesarias para el modelado.(Rokach & Maimon, 2008). Se selecciona
una muestra de los datos extrayendo una porcion de un conjunto de datos lo
suficientemente grande para contener informacion significativa, pero lo
suficientemente pequefio que se pueda manipular rapidamente. («SAS
Enterprise Miner - SEMMA», s. f.)

Explorar: un conjunto de pasos de exploracion son realizados para obtener un
mejor entendimiento acerca de las relaciones entre los datos. También se realiza
una busqueda de tendencias inesperadas y anomalias con el propdésito de
mejorar el entendimiento y obtener ideas.(Refaat, 2007) Explorar el conjunto de
datos grafica y estadisticamente. Buscando por pistas inesperadas u
observaciones inusuales y también familiarizandose con los datos (graficar los
datos, obtener estadisticas descriptivas, identificar variables importantes para el
modelo) (Matignon, 2005)

Modificar: en base al descubrimiento en la fase de exploracion, puede ser
necesario manipular los datos para incluir informacion. Se puede también buscar
valores atipicos y reducir el nimero de variables para limitarlas a las méas
significantes. Finalmente se trata de crear, seleccionar y transformar las variables
para enfocar el proceso de seleccion del modelo y tomar ventaja de las

relaciones entre las variables. (Turban et al., 2009)
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o Modelar: en este paso es donde es donde el usuario busca por una combinacion
de variables que de manera confiable predice un resultado esperado. Una vez
que has preparado tus datos estas listo para construir un modelo que explique
patrones en tus datos... Cada tipo de modelo tiene una fortaleza particular y es
apropiada dentro de cada situacion de mineria de datos dependiendo de los
datos.(Olson & Delen, 2008)

e Evaluar. se deben evaluar los datos mediante la valoracion de la utilidad y
confiabilidad de los resultados del proceso de mineria de datos y estimar qué tan
bien se lleva a cabo. Una manera comun de evaluar un modelo es aplicarla a una
porcion de datos, la cual fue creada durante la primera etapa de seleccionar. Si
el modelo es valido, deberéa funcionar con esta muestra de igual manera que con

la muestra usada durante la construccion del modelo. (Turban et al., 2009)
En el proceso de mineria de datos los pasos de extraer y preparar los datos ocupa
hasta un 80% del tiempo del proyecto, por eso se debe asegurar que se ha extraido los

datos correctos y mas relevantes.

SEMMA ha sido defendida por el SAS Institute, quien ha lanzado un software de

mineria de datos que implementa esta metodologia. (Refaat, 2007)
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CAPITULO lll. METODOLOGIA

A continuacién se presenta el disefio metodoldgico, el cual tiene como propdésito
describir el proceso llevado a cabo para responder las preguntas de investigacion y

cumplir con los objetivos establecidos.

3.1 ENFOQUE Y METODO

El proceso de investigacion se realizd utilizando un enfoque cualitativo. Este fue
seleccionado porque el propésito de la misma era comprender un fendbmeno o realidad,
por ejemplo: el proceso registral. Se recolectd informacion de naturaleza cualitativa, a la
cual no se aplicé mediciones numéricas y se siguié una logica inductiva durante todo el
proceso. Por lo anterior, se determino que mediante un enfoque cualitativo se lograria
comprension del negocio asi como también comprension de los datos tal como la

investigacion lo requeria.

3.2 DISENO

El proceso de investigacion se realiz6 de manera no experimental, ya que no se
manipulé deliberadamente ninguna de las variables de la investigacion. Debido a que
no existen estudios previos sobre deteccion de anomalias en el RPI en Honduras y que
la recoleccién de datos fue en un solo momento (en un tiempo Unico) se tratd de una

investigacion de tipo exploratoria y transversal.

3.21 ESQUEMAY PROCEDIMIENTO

e Meétodo de Aprendizaje de Algoritmos de Mineria de Datos: De los métodos
disponibles de aprendizaje se eligié el método no supervisado, basicamente porque
no se dispone de un conjunto de datos “etiquetados” que cubra al menos uno de los
escenarios posibles (registros considerados normales o registros considerados

anomalias) y que sirvan para entrenar el modelo. Ademas los métodos de
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aprendizaje no supervisado permiten identificar escenarios de anomalias

desconocidas.

Criterio de Exito de Mineria de Datos: Se defini6 como exitoso aquel algoritmo cuyos
resultados de deteccion de anomalias logren un nivel de precision de al menos 50%.
Este criterio varia de un proyecto de mineria de datos a otro, para este estudio dicho
valor se determino considerando dos factores: se utiliza un método de aprendizaje
no supervisado y se trata de un estudio exploratorio. El modelo seleccionado sera el

gue tenga mayor nivel de precision.

Metodologia de Mineria de Datos: Se aplic6 CRISP-DM la cual es la metodologia
generalmente utilizada en los proyectos de mineria de datos. Su ciclo de vida se
divide en seis etapas: Compresion del Negocio, Comprension de los Datos,
Preparacion de los datos, Modelado, Evaluacion e Implementacion. El proceso de
investigacion se realizd siguiendo las primeras cinco etapas de la metodologia y la
ultima se ve reflejada en la seccion de aplicabilidad como una guia para la

implementacion del modelo de mineria de datos.

La primera fase es la comprension del negocio, para lograr esto fue necesario
realizar una serie de entrevistas con los usuarios expertos en el manejo del sistema,
conocidos como Implementadores; asi como con el oficial legal y los inspectores
generales. También se realiz0 una revisibn de los informes de apoyo de
investigacion del PATH y de cierta documentacion como ser. manuales de

procedimiento, ley de la propiedad y su respectivo reglamento.

Como resultado de esta fase se tiene: objetivos de mineria de datos que en este
estudio se plasma en el planteamiento del problema, inventario de recursos que por
razones de confidencialidad no puede ser publicado, sin embargo se incluye
caracteristicas relevantes de los recursos y definiciébn del criterio de éxito del

proyecto de mineria de datos.
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La segunda fase es la comprensién de los datos, para lograr esto fue necesario
analizar el modelo légico (entidad relacion) y fisico de la base de datos relacional del
SURE, principalmente aquellas entidades que tienen relacibn con el proceso
registral. Se realizaron diferentes actividades, incluyendo: una recoleccion inicial de
datos, andlisis y revision de los objetos (tablas, atributos y sus relaciones),
exploracion de datos mediante consultas para identificar informacion adicional sobre
atributos de interés, identificacion de si faltan atributos o existen atributos con
valores nulos o en blanco. Como resultado de esta fase se tienen: reporte inicial de
recoleccion de datos, descripcion de los datos y reporte de exploracion de los datos.
Por motivos de confidencialidad estos no seran incluidos, sin embargo en la seccién
de analisis y resultado se incluye un diagrama de abstraccion de la base de datos

incluyendo las entidades relacionadas con el proceso registral.

La tercera fase es la preparacion de los datos, para lograr esto fue necesario el
analisis de datos y crear una estructura de datos que se alimente de la base de
datos transaccional a través de un proceso de extraccion, transformacion y carga de
datos conocido como ETL, éste no fue un proceso trivial, por lo que fue necesario el
apoyo de personal técnico experto, como ser el administrador de la base de datos.
Los datos generados fueron importados a un repositorio dentro del software base de
mineria de datos y se le aplicaron diferentes operaciones para realizar: filtrado de
datos, reduccion de datos y conversién de datos. Como resultado de esta fase se
tienen: listado de los datos a ser utilizados y listado de atributos derivados, listado de
registros generados (no fue necesario su uso en este estudio) y catalogo de

esquemas de anomalias.

La cuarta fase es el modelado, para lograr esto fue necesario, dentro del software
de mineria de datos, realizar pruebas con diferentes algoritmos de deteccion de
anomalias basadas en distancia como: KNN, LOF, COF. Se hicieron multiples
pruebas realizando cambios en los parametros de los algoritmos en busca de una
configuracion que permitiera descubrir registros andmalos o0 inusuales.

Adicionalmente se probaron variaciones de estos algoritmos como ser CBLOF y
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LDCOF, haciendo uso del mismo procedimiento repetitivo de probar la ejecucion de
los mismos con diferentes parametros. Como resultado de esta fase se tienen:
disefio de las pruebas que se explica mas adelante en este capitulo, y modelos

generados que se incluyen en el capitulo de andlisis y resultados.

La quinta fase es la evaluacion, para lograr esto fue necesaria la revision de los
puntos identificados como anémalos o inusuales contra el sistema SURE y/o contra
los informes de apoyo de investigacion y de esta manera determinar de forma
manual si estos podian considerarse como anomalias. En esta etapa se determino
el nivel de precision de cada algoritmo, se identifico aguellos que cumplen el criterio
de éxito y se selecciono el algoritmo con mayor nivel de precision. Como resultado
de esta fase se tienen: Evaluacién de los resultados de mineria de datos respecto al

criterio de éxito definido (nivel de precision) y el Modelo Final Seleccionado.

La sexta, y Ultima, fase es la implementacion, la investigacion contempla las
primeras cinco fases de la metodologia CRISP-DM, por lo que la implementacion
esta fuera de su alcance, sin embargo en el capitulo de aplicabilidad se incluyo una

guia para la implementacion del modelo de deteccion de anomalias.

e Disefio de las pruebas. Las pruebas deben realizarse siguiendo los siguientes
pasos:

0 Seleccionar un unico conjunto de datos y exportarlo a un archivo CSV
(ambos resultado de la fase de preparacion de los datos) el cual
posteriormente se debe importar al software de mineria de datos

o Aplicar al conjunto de datos importados diferentes algoritmos de deteccion
de anomalias (kNN, LOF, COF, k-Means, CBLOF)

o0 Realizar con cada algoritmo pruebas iniciales sobre un subconjunto
(muestra aleatoria simple) de datos en los siguientes porcentajes: 5%,
10% y 25% para tener una nocion de los tiempos de ejecucion requeridos.

En estas pruebas no ser& evaluado el nivel de precision.
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0 Realizar con el 100% del conjunto de datos todas las pruebas de los
diferentes algoritmos que seran sometidas a evaluacion.

» Realizar para cada algoritmo varias pruebas modificando los
parametros de configuracion. La primera prueba sera con los
parametros predeterminados.

» Visualizar para cada prueba en un grafico de dispersion el atributo
evaluado versus el grado de anormalidad (atributo “outlierness”)

» Identificar visualmente las anomalias o mediante el atributo

anormalidad aquellas que tengan los valores mas altos

3.2.2 POBLACION Y MUESTRA

En el marco del enfoque cualitativo la poblacion fue el Personal Experto en el manejo
del SURE, Personal Técnico Experto y Personal de Inspectoria General del IP; ambos
grupos asignados en las oficinas de Francisco Morazan, Honduras. En total quince
personas, siete personas del PATH: oficial legal, coordinador de modernizacion de
registros, implementador del sistema SURE, administrador de base de datos, oficial de
infraestructura, oficial de seguridad de la informacion y oficial gestor de operaciones; y

ocho personas del IP: todos inspectores generales.

El tipo de muestra en ambos casos fue no probabilista o dirigida de tipo homogénea

que permita describir un subgrupo en profundidad.

En el marco de la metodologia CRISP-DM se hizo uso de un conjunto de datos, cuyas

caracteristicas poblacionales son (ver Figura 11):
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e 42 217 Transacciones de
Escrituras Publicas

Contenido

* Registro de la Propiedad Inmueble
de Francisco Morazan, Honduras

Tiempo * 2008

Figura 11. Detalle del conjunto de datos a utilizar

Para este estudio se permitio aplicar Unicamente sobre los datos historicos del afio
2008, por restricciones de la institucion. Una consideracion adicional a este respecto, es
gue el uso de datos historicos permiti6 comprobar casos detectados por el modelo,
puesto que ya existe un registro de algunas de las irregularidades que fueron

reportados para ese afio.

La muestra que fue sometida al proceso de modelado fue igual a la totalidad de
registros, es decir igual a la poblacion. Lo anterior se justifica debido a que segun
Stéphane Tufféry, (2011) el muestreo es aplicable solo si, por un lado, podemos
controlar la representatividad de la muestra, y, por otro lado, si no estamos buscando
fenbmenos excesivamente poco comunes. Para este caso, sobre la deteccion de

anomalias se requiere tomar todo el conjunto de datos disponibles.

3.3 TECNICAS E INSTRUMENTOS APLICADOS

Un instrumento de medicion adecuado es aquél que registra datos observables que
representan verdaderamente los conceptos o las variables que el investigador tiene en

mente. (Hernandez, et al, 2010)

En este proceso de investigacion se utilizaron las siguientes técnicas e instrumentos:
Entrevista semiestructuradas a Expertos con preguntas abiertas (anexo 1 y 2),
Cuestionarios con preguntas abiertas y autoadministrado (anexo 3), Observacion,

Revision Documental y Datos Secundarios.
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3.4 FUENTES DE INFORMACION

3.41 PRIMARIAS

Las fuentes primarias son aquellas que proveen un testimonio o evidencia directa sobre
el tema de investigacion. Las fuentes primarias son escritas durante el tiempo que se
esta estudiando o por la persona directamente envuelta en el evento. A continuacién

listamos las fuentes primarias de para este estudio:

e Personal experto del PATH

e Personal Técnico Experto del PATH

e Funcionarios de Inspectoria General del IP

¢ Informes de apoyo de Investigacion de Denuncias
e Manuales de Usuario y Técnicos del SURE

e Documentacion Técnica de la base de datos

e Leyesy Reglamentos

3.4.2 SECUNDARIAS

Son fuentes secundarias aquellas que contienen informacion de fuentes primarias pero
de manera sintetizada, reorganiza o reprocesada. Estas pueden estar disponibles
fisicamente o de manera digital. A continuacion se listan las fuentes primarias para

este estudio:
e Libros de Texto

e Articulos

e Encuesta de software base de mineria
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CAPITULO IV. RESULTADOS Y ANALISIS

Este capitulo del trabajo de investigacién se centra en la presentacion de los datos y
hallazgos obtenidos mediantes los instrumentos disefiados y técnicas usadas en el

estudio. Estos se muestran de acuerdo al orden de las variables de estudio.

La primera seccion trata de la Plataforma Tecnoldgica del SURE, donde se exponen las

respuestas del personal técnico expertos en la misma.

En la segunda seccion se aborda la Estructura de Almacenamiento de Datos, donde se
describe en forma general la misma en base a las respuestas proporcionadas por el

Administrador de Base de Datos y en base a lo observado en esta investigacion.

El Proceso Registral se aborda en la tercera seccion, donde se detallan los hallazgos
sobre las clases de anomalias que se pueden presentar dentro del contexto del SURE,
las cuales fueron extraidas de las entrevistas con el personal experto tanto de PATH

como del IP.

La cuarta seccion refleja la comparacion de caracteristicas de cuatro productos o

software de mineria de datos.
Finalmente, en la quinta seccion se muestra la funcionalidad del software de mineria de
datos, asi como el uso de los algoritmos de deteccidon de anomalias aplicados en la

identificacion de un tipo de anomalia que se da en el RPI.

Es necesario mencionar que se siguieron lineamientos de privacidad y confidencialidad

solicitados por el PATH, con respecto a la no divulgacion de informacion restringida.
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4.1 PLATAFORMA TECNOLOGICA DEL SURE

Como parte de la etapa de Comprension del Negocio de la metodologia CRISP-DM, es
necesario conocer la situacion actual, para ello fue necesario conocer la Infraestructura
y la Base de Datos del SURE.

4.1.1 INFRAESTRUCTURA DEL SURE

La infraestructura agrupa y organiza un conjunto de elementos tecnolégicos que
integran el SURE, entre ellos los firewalls, servidores de publicacion, servidores de
aplicacion, de manejo de informacién geogréfica asi como de base de datos. Todos

ellos soportan las operaciones del mismo.

A continuacion mencionamos lo aspectos relevantes de la misma:

e Actualmente cuenta con mas de 25 servidores de diferentes marcas para las
funciones de publicacion del portal SINAP - SURE- SINIT-RENOT, manejo de
dominio, base de datos y almacenamiento de imagenes escaneadas, entre
otras.

e La infraestructura de servidores se ha organizado por bloques, es decir
servidores de base de datos, de aplicaciones, etc.

e Cuenta con una arquitectura modular, que facilite el crecimiento futuro de la
planta de servidores.

e Posee sistemas contingentes contra fallas de energia eléctrica y facilidad para
restauracion inmediata del servicio.

e Sistemas de alta eficiencia energética que permitan una operacién con bajos
costos de energia para el PATH.

e Para aprovechar los recursos de hardware el PATH recientemente ha iniciado
un proceso de virtualizacion de varios de sus equipos.

e Los sistemas operativos empleados son: Windows y Red Hat Linux.
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e La planta de equipos es administrada por 5 personas, donde 3 de ellas se
dedican al soporte y mantenimiento de los mismos y 2 se dedican a la

administracion y configuracion.

Registros de la Propiedad, Centros Asociados \

Internet y Municipalidades

Firewalls

Publicacion

@J Servidor de Publicacion

et

Aplicacion

Wt

Senvidores de Aplicacién Servidores de Manejo de Informacién Geografica

Base de Datos

Datos
W=t \

Figura 12. Esquema basico de la Plataforma Tecnoldgica del SURE

Se encontré que el SURE opera en ambiente web por medio de navegadores. Su
infraestructura esta basada en tecnologias ampliamente reconocidas y probadas en

el mercado, lo que la hace robusta, solida y le permite operar de manera eficiente.

Esta fue disefiada para soportar las demandas actuales y futuras requeridas para la

funcidn critica de este sistema con niveles altos de servicios y prestaciones.
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4.1.2 BASE DE DATOS DEL SURE

Con respecto a la Base de datos del SURE, se encontré que se trata de una base de
datos relacional, es decir que esta permite establecer relaciones entre los datos a

través de conexiones previamente establecidas.

El desempeiio de la misma esta estrictamente vigilado por un Administrador de Base
de Datos.

Se encontré que a la fecha esta base de datos tiene registradas mas de 900,000

presentaciones de documento del RPI.
4.2 ESTRUCTURAS DE ALMACENAMIENTO DE LOS DATOS
La fase de Comprensioén de los Datos permitié conocer la estructura de almacenamiento

de datos. En ese sentido se realiz6 una exploracion del diagrama entidad relacién del

SURE, asi como la inspeccién de las tablas

SlsoucmuD

SJIMNMUEELE

—JINMUEELE_PRESENTACION E

T IPRESENTACION B

=

T TRAMNSACCION

Canl
o=

Figura 13. Abstraccion de la Base de Datos del SURE
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La figura muestra algunas de las entidades que componen la Base de Datos del SURE,
las cuales se encuentran intimamente relacionados a las funciones del RPIl. No
presentamos mas detalle de los componentes de la misma por razones de

confidencialidad.

Se encontré en su mayoria tipos de datos primitivos, es decir aquellos que almacenan
directamente el valor. Entre ellos se encuentran:
e Caracter: es el tipo de datos que puede contener letras (a-z), numeros (0-9) y
simbolos (#, $,&, etc.)
e Numéricos: es el tipo de datos que puede contener nimeros reales o enteros.
e Booleano: es el tipo de datos que puede contener valores légicos (verdadero o
falso).

e Fecha: tipos de datos que pueden contener fechas.

4.3 PROCESO REGISTRAL

Como se menciono en el Marco Tedrico este proceso comienza con la presentacion de
la escritura en las oficinas del RPI y finaliza hasta que esta procede a ser inscrito o

denegado provisionalmente o definitivamente.

Durante este proceso se pueden dar errores, omisiones e irregularidades que de alguna

forma afecten a los propietarios de bienes inmuebles.

4.3.1 ESQUEMAS DE ANOMALIAS

Esta parte del estudio consiste precisamente en la observacién y clasificacion de
aguellas situaciones atipicas que se ha presentado dentro del contexto del SURE y

representan una irregularidad en el proceso registral.

Por lo tanto se procedi6é a la recopilacion "esquemas de anomalias", las cuales no son

MAas que una nocién mas abstracta y general por la cual la irregularidad es reconocida.

53



Determinar estos esquemas de anomalias fue una de las mayores dificultades que
afrontamos en el estudio, puesto que requiere de mucha experiencia en materia del
Proceso Registral, para determinar qué aspectos se encuentran dentro de la legalidad y

cuales no, es por ellos que recurrimos a expertos tanto del PATH como del IP.

Durante las entrevistas los expertos del PATH, nos indicaron que no existe una
categorizacion documentada de estos esquemas. Ahondando mas en el tema los
expertos nos revelaron diferentes situaciones que han observado durante el
cumplimiento de sus funciones y que representan un mal uso o abuso del sistema y que
finalmente se convierte errores o irregularidades que afectan a los propietarios de

bienes inmuebles.

Ante la interrogante de los tipos o categorias de situaciones irregulares que se
presentan en mayor grado nos manifestaron los casos comunes, los cuales se

resumieron y se describen en la Tabla 2.

Tabla 2: Esquemas de Anomalia mas frecuentes descritos por Expertos PATH

Anomalia Descripcién

Rompimiento del Lo que por ley se conoce primero en tiempo, primero en derecho.
Orden de Prelacién Se trata acerca de que se debe dar tramite a la presentacion que llego
primero a la ventanilla, en caso de que haya mas de una presentacion

gue afecte el mismo inmueble.

Transacciones fuera Transacciones realizadas fuera del horario laboral (8:00am-4:00pm) o
de Horario Laboral en dias feriados no competen a las actividades normales de la

institucién, por lo tanto se consideran irregulares.

Tramite inmediato de Se trata de que la presentacion sea inscrita en pocos dias o incluso se

presentaciones le dé tramite el mismo dia.

Otras formas de irregularidades que se presentan pero en menor grado son las

siguientes:

54



Tabla 3: Esquemas de Anomalia menos frecuentes descritos por Expertos PATH

Anomalia Descripcién

Ausencia de bases
cartogréficas

Inmuebles sin referencia catastral, lo cual da lugar a descripcion de la
ubicacion y aéreas del inmueble ambiguas, y que afecta a los

inmuebles contiguos.

Afectaciones de
antecedentes erroneas

Que se haga referencia a documentos anteriores cuyos inmueble no
coincide con el inmueble que se eta afectando en la presentacion

actual. Por lo cual se presentan cambios de antecedentes.

Asignacién erronea de
los derechos

de propiedad

Que se asigne los derechos de posesion a otra persona.

Uso inadecuado de
claves de usuario

Uso de Claves de usuario de personal retirado de su cargo, la cuales

no fue solicitada su cancelacion.

En cuanto a los funcionarios de Inspectoria General (IG), nos describieron situaciones

gue han causado quejas o denuncias por parte de las personas afectadas, ya que ellos

no cuentan con un procedimiento formal (documentado) para la busqueda de

situaciones que representen una situacion fraudulenta.

Se elabordé un catalogo que resume los casos detallados agrupando aquellos que

fueron mencionados de manera coincidente por los Inspectores Generales del IP. El

catalogo se muestra en la Tabla 4:
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Tabla 4: Catalogo de Esquemas de Anomalias reportadas por IG

Esquema Descripcién

Presentaciones sin primer

escaneo

Presentaciones que no cuentan con imagen del primer escaneo

gue permita la verificacion de los medios digitales y fisicos.

Reingreso de presentaciones que
cuentan con multiples

denegatorias

Presentaciones que se deniegan por no coincidir con lo
registrado o no cumplir con los requisitos. Cuando esto se da

de forma consecutiva indica una irregularidad.

Presentaciones inscritas de forma

expedita o inmediatas

Presentaciones que se inscriben en un tiempo menor al tiempo
normal establecido para cada servicio registral. A esta se les

denomina comudnmente "rapidonas”.

Uso del mismo instrumento
(escritura) para varias

presentaciones

Deteccion de reingreso de documentos denegados multiples
veces con otro nimero de presentacion utilizando los siguientes
criterios para su verificaciéon: numero de instrumento, abogado

y fecha.

Comparecen participantes

fallecidos

Que en la presentacion se detalle persona que ha fallecido y

esta no se verifique en el Registro de Personas.

Da fe notario fallecido

Que en la presentacién se detalle un notario que ha fallecido y

esta no se verifique en el Registro de Notarios.

Transacciones fuera de horario

laboral

Aquellas transacciones que se realizan fuera de las 8:00 am
que abre el diario automatizado de registro y después de las
5:00pm.

Cambio del area de un inmueble

sin transaccion g justifique.

Cambios de area injustificados, es decir que no se presente
una remedida, particién, reunién u otro servicio registral que

afecte el area del mismo.

Doble registro de un inmueble,
tanto bajo la técnica de folio real

como de folio personal

Inmuebles cuyo tracto ya fue cerrado en folio personal y se
traslado a folio real, pero que aun sigue siendo afectado por
transacciones en folio personal, haciendo caso omiso al

traslado

del

investigaciones sobre casos de irregularidades, los cuales han sido reportados por las

Asimismo Inspectoria General IP solicita al PATH apoyo para realizar

personas afectadas mediante una queja o denuncia a este ente. Durante el afio 2012

el PATH recibio 16 solicitudes de apoyo a investigaciones.
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A través de la revision de los informes elaboramos una clasificacion de los mismos y a

continuacion se muestra la tabla resumen.

Tabla 5: Esquemas de Anomalias de los informes de Apoyo de Investigacion

Descripcioén Cantidad

Tramite inmediato 3

Varias irregularidades en el mismo caso

Problemas con los derechos del inmueble

Imagenes no escaneadas

No corresponden al uso del sistema

Se rompe el Orden de prelacion

Antecedentes incorrectos

RIERININININ|IW

Cambio de los datos generales del inmueble (area y ubicacion)

Total casos 16

Como se puede observar las presentaciones de tramite inmediato es una de las
anomalias que mas presentan. Los expertos nos mencionaron que estas situaciones se
presentan cuando hay conflictos derechos de un bien inmueble. Asimismo como se

observa en la tabla hay casos en los que varias anomalias se presentan juntas.

4.4 SOFTWARE DE MINERIA DE DATOS

La oferta de software de Mineria de Datos se ha incrementado en los ultimos afos.
Numerosas empresas han desarrollado su propio software de mineria de datos para
responder a las necesidades actuales de las empresas, ya sea para la obtencién de
informacion, asi como la busqueda de patrones en sus datos, que les permita tomar

decisiones, mejorar sus procesos, etc.

En esta seccién incluimos la revision de algunos de los productos (software de mineria
de datos), de los cuales examinamos sus principales caracteristicas tomando como
base a los lineamientos proporcionados por los expertos en la Plataforma Tecnoldgica
del SURE.
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4.4.1 CONSIDERACIONES PARA LA REVISION DEL SOFTWARE DE MINERIA DE DATOS

Antes de elegir un software es necesario identificar con exactitud qué es lo que se
requiere. De acuerdo a le entrevista con el personal técnico que administra la
Plataforma Tecnoldgica del SURE, se determinaron los siguientes requisitos basicos o

minimos que debera poseer el software, en base a sus respuestas. Estos son:

Caracteristicas Generales:

o0 Reconocimiento del Producto (Popularidad de uso)

o Precio: Debera ser gratuito

e Caracteristicas Técnicas:
o Compatibilidad Java
o Compatibilidad con el motor de base de datos existente

o Compatibilidad con Windows

e Caracteristicas Funcionales:
o Facilidad de Uso
o Interfaz Gréfica

o Facilidad de Instalacion

e Caracteristicas de Soporte
o Fuentes de consulta y Documentacion en linea

o Disponibilidad de Cursos y capacitaciones

4.4.2 REVISION DE CARACTERISTICAS GENERALES DEL SOFTWARE

En nuestros dias existen varias opciones de software para aplicar mineria de datos, por
lo tanto es necesario conocer la el reconocimiento del producto a través de la
popularidad de uso del mismo. Para ello recurrimos a la Comunidad de mineria de

datos denominada KDnuggets.

58



KDnuggets realizé una encuesta en linea de los productos mas conocidos y empleados
por la comunidad cientifica y empresarial para uso en proyectos reales de mineria de
datos. Concretamente, se estudio 38 aplicativos relacionadas con la mineria de datos,

ya sea comercial o gratuito. Los resultados de la misma se observan en la figura 14.

Legend: Free/Open Source tools I ¢ users in 2012 JMP (32) B 4.0%
Commercial tools I % users in 2011 B 5. 7%
R (245) Other commercial analytics/data mining software |l 4 0%
30.7% (32) B 3.2%
I 3 3%
- Mathematica (23) H29%
Excel (238) H16%
20 8%
I 21.8% Miner3D (19) W 24%
- H1.3%
Rapid-l Rapidiiner (213) I G 7% .
e 27 73| |/BM Cognos (168) Wz0%
KNIME (174 21.8% not asked In 2011
(74 12 1% i Stata (15) H19%
- 10.8%
Weka / Pentaho (118 I 14.8%
o (118) — Bayesia (14) B15%
: 10.8%
StatSoft Statistica (112 I 14 0%
(112) p— KXEN (14) H138%
: E1.4%
SAS (101) I 12 .7% :
o Zementis (14) H18%
I 13 6% = 5 7
Rapid-l RapidAnalytics (83) _not asker] ?542%11 C4.5/C5 0/Sees (13) 1%
H1.9%
00
MATLAB (80) fr— :210)0,0'0”5 Revolution Computing (11) H1.4%
: E1.4%
— .
IBM SPSS Statistics (62) =?? ;f’% Salford SPM/CART/MARS/TreeNet/RF (9) 11.1%
: I 10.6%
i}
IBM SPSS Modeler (54) I 5% Angoss (7) 10.9%
- B 3% 10.8%
B .
SAS Enterprise Miner (46) =5f1”°0f, SAP (including BusinessObjects/Sybase/Hana) |10.9%
S ) not asked in 2011
5
Orange (42) rag'% XLSTAT (7) 10.9%
3% 10.0%
Microsoft SQL Server (40) = jgé’f Rapidinsight/Veera (5) 106%
e not asked in 2011
Other free analytics/data mining software (39) =44_190;fo 11 Ants Analytics (4) lo.5%
1 B 5.6%
TIBCO Spotfire / S+ { Miner (37) | 40,6% Teradata Miner (4) 10.5%
B17% not asked in 2011
Oracle Data Miner (35) B 4.4% Predixion Software (3) 10.4%
10.7% 10.5%
Tableau (35) ] 4_:1% WordStat (3) 10 4%
ma% 10.5%

Figura 14. Resultados de la encuesta realizada por KDnuggets - Mayo 2012

Fuente: http://www.kdnuggets.com/2012/05/top-analytics-data-mining-big-data-software.html (s.f.)

Esta figura muestra que el software gratuito para mineria de datos esta ubicado en los
primeros renglones demostrando que en la actualidad el nimero de usuarios de

aplicaciones gratuitas esta aumentado.

Tomando este nivel de popularidad determinamos que los productos gratuitos a revisar

con mayor profundamente son los siguientes:

59



e R DM (Anexo 5)

e Rapid Miner (Anexo 6)
e KNIME (Anexo 7)

e Weka (Anexo 8)

4.43 REVISION DE CARACTERISTICAS TECNICAS DEL SOFTWARE

Para cada una de las aplicaciones que cumplieron con las caracteristicas generales, se
reviso especificaciones técnicas disponibles en sus sitios web, lo cual permitié
determinar el cumplimiento de los requisitos expresados por los expertos del Plataforma
Tecnologica del SURE. Concretamente, las caracteristicas que debian cumplir fueron:
compatibilidad con Windows en sus diferentes versiones, Java y con el gestor de base

de datos existente.

La Tabla 6 presenta los resultados obtenidos en revision de especificaciones de cada

producto. Con una cruz se indica el cumplimiento de la caracteristica asociada.

Tabla 6: Revision Caracteristicas Técnicas del Software de Mineria de Datos

Software de Mineria de NEVE] Gestor de Base de Windows
Datos Datos existente
5_}; RAPID|MINER X X X
KINIME X X X
PWEKA X X X

De esta inspeccion encontramos que todos los productos examinados cumplen con las

caracteristicas técnicas requeridas por los expertos SURE.
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4.4.4 REVISION DE CARACTERISTICAS FUNCIONALES DEL SOFTWARE

Para realizar esta evaluacion se procedid a obtener una copia del software e instalarla

asi como también observas sus funcionalidades.

La tabla 7 presenta los resultados obtenidos en el andlisis de cada producto. Con una
cruz se indica el cumplimiento de la caracteristica asociada y con un guion se

representa el incumplimiento de la misma.

Tabla 7: Revision Caracteristicas Funcionales del Software de Mineria de Datos

Software de Mineria de Posee interfaz Facilidad de Uso Facilidad de
Datos gréfica instalacion
RbataMining _ _ X
5_}; RAPID|MINER X X X
KINIME X X X
PWEKA X - X

Como se puede observar la mayoria de los productos examinados poseen una interfaz
grafica. En cuanto al aspecto de facilidad de uso, encontramos que R y Weka son mas
orientadas a ser editores de cédigo, mientras que Rapid Miner y KNIME permiten el
desarrollo de los procesos de analisis de datos mediante el encadenamiento de
operadores a través de su interfaz grafica, lo que permite al usuarios realizar dichas
operaciones de manera mas intuitiva sin tener que llevar a cabo un aprendizaje de una

gran cantidad de comandos.

4.45 REVISION DE CARACTERISTICAS DE SOPORTE DEL SOFTWARE

Las empresas proveedoras de software generalmente ofrecen servicios de consulta y

asesoria, y capacitacion, la cual es necesaria para el aprovechamiento del mismo.
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Tabla 8: Caracteristicas de Soporte del Software de Mineria de Datos

Software de Mineria de Datos ~ Documentacién en Linea Capacitaciones
RDataMining X X
%) RAPID|MINER X X
KINIMIE X X
>
g WEKA X --

De esta inspeccién encontramos que tanto RapidMiner como Knime cumplen con las

caracteristicas de soporte requeridas por los expertos SURE.

4.4.6 SELECCION DEL SOFTWARE DE MINERIA DE DATOS

Durante esta revision comparativa de las caracteristicas del software de mineria de
datos se encontré que RapidMiner es un software de cddigo abierto y gratuito, lider a
nivel mundial para la mineria de datos que permite utilizar una amplia variedad de
técnicas descriptivas y predictivas.

Por los cual es apto, compatible y cumple con las caracteristicas proporcionadas por les

técnicos expertos en la Plataforma Tecnoldgica del SURE.

Tabla 9: Resumen de Evaluacion del Software de Mineria de Datos

Software
de Mineria
de Datos

Puntaje

Facilidad
Facilidad
Instalaciéon

wv
3 g
] © 3
= o )
© [} o
=] e] [ =
o )] ~
g g =

]

Interfaz Grafica
Documentacién
Entrenamiento

R Data 4 1 1 1 1 0 0 1 1 1 11
Mining

RapidMiner 3 1 1 1 1 1 1 1 1 1 12
Knime 2 1 1 1 1 1 1 1 1 1 11
Weka 1 1 1 1 1 1 0 1 1 0 8

62




4.5 PROTOTIPO DEL MODELO DE MINERIA DE DATOS

En esta seccién se muestra la funcionalidad del software de mineria de datos, asi como
el uso de los algoritmos de deteccién de anomalias aplicados en la identificacion de un

tipo de anomalia que se da en el RPI.

451 PREPARACION DE LOS DATOS

En este caso la deteccion de anomalias se empleo para identificar aquellas
presentaciones de escrituras cuyo tiempo de tramite inmediato. Se selecciono este tipo
de anomalia pues se encontrd que es uno de los mas frecuentes.

El conjunto de datos empleado para este caso contenia presentaciones de escrituras
cuyo tiempo de tramite es normal, asi como también casos en el que el tiempo es

menor al establecido dentro de los procedimientos.

El primer paso fue depurar un conjunto de datos que inicialmente contaba 9 atributos
provenientes de 6 tablas diferentes de la base de datos. Posteriormente se reviso y
evaluo la relevancia de los mismos para este ejercicio, excluyéndose 4 atributos del
conjunto original. Otros de los atributos se emplearon para operaciones donde era
necesario obtener informacion resumida. De acuerdo a estos resultados también se
excluyeron registros de presentaciones que solo habian realizado el primer paso del

proceso pero nunca se les habia dado continuidad a su tramite.

Finalmente el conjunto de datos quedo estructurado de la siguiente forma:
¢ Identificador Unico de la Presentacion de Escritura
e Fecha en que fue ingresada al sistema
e Fecha en que se finalizo el tramite de dicha presentacion

e Total de dias tramite de la presentacién

Los datos se colocaron en el orden y formato necesarios para alimentar el software
base de mineria de datos, donde se aplicaron diferentes algoritmos. Toda la informacién

concerniente a la Preparacibn de los Datos fue registrada en un formato
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especificamente disefiado para este propdésito, al cual se le denomino “Registro de
Esquemas de Anomalias”. El mismo se presenta en el anexo 4 e incluye una
descripcion del esquema de anomalia y los datos técnicos necesarios para la
preparacion del conjunto de datos que alimentara el software de mineria de datos. Este
formato permite replicar este proceso las veces que sea necesario tomandole como

guia.

452 MODELADO: USO k-NN GLOBAL ANOMALY SCORE

Se realizaron varias pruebas con el algoritmo k-NN, en primera instancia se probo con
los valores predeterminados (por el software base k=10), luego se fue incrementando
los valores (k=15, k=25, k=40) y observando las graficas pudimos identificar que a
pesar de incrementar el valor de k siempre obteniamos los mismos resultados; la unica
diferencia observada entre las diferentes pruebas eran que los tiempos de ejecucion de
se iban incrementando, por lo que al final se configuré el modelo con los valores

predeterminados.
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Figura 15. Modelado k-NN (valores por defecto)
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De los datos resultantes se observd que el valor promedio del atributo DIAS (dias
tramite) es de 61.552 y los valores individuales se encuentran en un rango ente 1y

1191.910, aunque la mayoria de los datos se encuentran en un rango entre 1y 415
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Figura 16. Prueba #1 k-NN (grafico de dispersion)

En el grafico se destacan las anomalias que son los elementos que se encuentran
alejados del grupo. Los mismos fueron consultados en el sistema y se determin6 que no
solo presentaban tiempos de resolucion inusuales sino que también presentaron

irregularidades dentro de los pasos del proceso registral.

Meta Data View (80 -Data View Flot Wi Advanced Charts

ExampleSel (42217 examples, 1 special atiribute, 2 regular atiributes)

Row Mo, outlier NUMFPRES.., DilAS
2 qo0.501 1171.842
3 290.53:1 1151919
1 869.958 1191.910
4 831.053 1150144
B B06.771 1077 899
5 795.349 11332014
¥ T34.944 1069.049
38682 506.360 1.0049

Figura 17. Extracto de Vista de Datos Prueba k-NN
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En la vista de datos (figura 17) se puede observar el listado de los casos con valores
atipicos representados en las gréficos y cuyo atributo “outlier” contiene los valores méas

altos de irregularidad del conjunto de datos procesados.
453 MODELADO: USO DEL LOF LOCAL OUTLIER FACTOR

Se realizaron varias pruebas con el algoritmo LOF, en primera instancia con los valores
predeterminados (por el software base kmin=10 y kmax=20) como se muestra en la

figura 18.
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Figura 18. Modelado con LOF (valores por defecto)

Luego se fue incrementando los valores (kmin=10 y kmax=25; kmin=10 y kmax=30;
kmin=15 y kmax=30) y observando las graficas pudimos identificar que al de

incrementar los valores de kmin y kmax las variaciones en los resultados eran minimas.
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Figura 19. Prueba #1 LOF (gréafico de dispersion)

Se observé que con la con la modificacion de los parametros, la base del grafico se

expandia (figura 19) segun se incrementaba la diferencia entre kmin y kmax e

igualmente los valores atipicos “medios” aumentaron no asi

los valores atipicos

extremos que seguian siendo los mismos, por lo que se determino utilizar la

configuracion de parametros predeterminada.

Mets Data View (#@).Data View: ) Plot View Advanced Charls

ExampleSet (42217 examples, 1 special attribute, 2 regular attributes)

Row Mo. auther NMUMPRES.. Dias
38682 9.448 1.009
1 6362 1191.910
2 G292 1171.842
3 6.153 1151.919
4 6.099 1150144
38290 5.848 3.076
] a.r03 1077.84949
526 5.400 265.781

Figura 20. Extracto de Vista de Datos LOF
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454 MODELADO: USO DE CONNECTIVITY-BASED OUTLIER FACTOR (COF)

Igualmente que con los algoritmos anteriores con COF se realizaron varias pruebas

iniciando con los valores predeterminados y modificandolos hasta determinar una

configuracion de parametros adecuada para el conjunto de datos.

< Process = XML
& - - & Process » @~ 10
inp
Dataset1 - Ret...
mij out )
._l

Select Attribu...
{ === exa [ ( exa . exal)
@ ari [} éj:l ari [

e e

Figura 21. Modelado con COF

&~

res

res

res

[E2 Parameters
S o xid-
1 Connectivity-Based Outlier Factor (COF)

k
numetrical measure EuclideanDistance ¥

[] parallelize evaluation process

En la figura se muestra el modelado con COF, donde para este algoritmo los valores

por defecto no eran los idéneos ya que inicialmente se tenian identificados muchos

registros como anomalias a medida que aumentamos el valor de K se pudo llegar a un

numero de anomalias que correspondiera con los resultados arrojados con algoritmos

anteriores.
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Figura 22. Prueba COF (gréafico de dispersion)

La figura muestra el grafico resultante de COF el cual es similar a LOF, aunque la

cantidad de anomalias disminuye.

Al revisar en el SURE se puedo constatar que en diferentes modelos los mismos casos

estan siendo catalogados como anomalias.

.............

Meta Data View (@) Data View: () Plot View Advanced Charts

ExampleSet (42217 examples, 1 special attribute, 2 regular attributes)

Fowy Mo, autlier MUMPRES... DIAS
38682 8.489 1.009
2 5957 1171.842
6 5.821 1077.8599
3 5.877 11451.919
1 4217 1191.910
4 4217 11480.144
5662 4.004 117.025
526 3.958 268,781

Figura 23. Extracto de Vista de Datos de COF
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455 MODELADO: USO DE k-MEANS

Se realizaron varias pruebas con el algoritmo k-means, en primera instancia se probo el
con los valores predeterminados (por el software base k=2; max runs =10). Luego se

fue incrementando el nimero de conglomerados (k=4, k=6, k=10, k=12, k=20).

 Process =/ ML =i Parameters

&~ i Process » -PEIEH I8 BBy xi-~
@) Clustering (k-Means)

[&] add cluster attribute

inp res

s || add as label

Dataset1 - Ret...

res
1 ut
%ﬁ‘] ot P Dremnveunlaheled
8/
P ‘ O
Select Attribu... @ siu B
® max runs 10
exa exa
‘ﬁ on [] determine good start values
=)
numerical measure EuclideanDistance ~

max optimization steps 100

[ use iocai ranciom seed

Figura 24. Modelado con k-Means (k=6)

Al modificar los pardmetros para este algoritmo como se muestra en la figura 25,
pudimos identificar que para nuestro conjunto de datos aumentar el numero de

conglomerados no tenia impacto alguno en los resultados.

Meta Data View Data View Plot Views () Advanced Chars Annotations [F=TE IR
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1,200 ®
*-AHis .« o b
1,100
NUMPRESEMTACION v L
1,000
[ Log Seale
200
y-Ais
DIAG - 800
[J Log Seale o0
Color Column g 600
[JLon Seale 100
Jitter 00
el 200
[ Rotate Labels
100

g& ExportImage

360,000 370,000 350,000 380,000 400,000 410,000 420,000 430,000 440,000 450,000 460,000 470,000 480,000
NUMPRESENTACION

Figura 25. Prueba #1 k-Means (gréafico de dispersion)
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La grafica de dispersion muestra el comportamiento que se ha venido dando a lo largo
de las pruebas con los diferentes algoritmos, es decir identificar como anomalias un
grupo de 7 registros, con la variante que ahora tenemos un atributo de grupo al cual

asociar las anomalias.

............

Tt Wiew: Falder Wiew Graph Yiew Centroid Tahle

Cluster Model

Cluster 0: 6536 items
Cluster l: 6631 items
Cluster 2: 8262 items
Cluster 3: 6766 items
Cluster 4: 6327 items

Cluster 5: 7645 items
Total rmumber of items: 42217

TextView () FolderView () Graph View (@) :Centroid Table: () Centraid Plot View () Ani

Atfribute cluster_0 cluster_1 cluster_2 cluster_3 cluster_4 cluster_5
MNUMPRESE
Dlas 53.691 53.779 78.369 50.128 58465 68,730

Figura 26. Vista de Datos k-Means (Cluster Model)

El Cluster Model anterior nos indica cuantos datos contiene cada grupo ademas que
nos brinda informacion acerca del valor que representa el centroide de cada grupo

Nuestro Cluster Model contiene 6 grupos y al revisar cuantos datos contiene cada grupo
vemos que ningun de ellos es atipico, ya que la cantidad de registros en cada uno es
similar. Este algoritmo nos permite identificar ademas de anomalias individuales dentro
del conjunto de datos a grupos que pueden ser considerados anémalos. Ese no fue el
caso de nuestro estudio donde si bien es cierto se identifico un grupo de 7 registros

como valores atipicos estos por si solos no constituyeron un conglomerado.
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456 MODELADO: USO DE CLUSTER-BASER LOCAL OUTLIER FACTOR (CBLOF)

Se realizaron varias pruebas con el algoritmo CBLOF, al igual que con los algoritmos
anteriores se inicid con los valores predeterminados y se fueron modificando para ir

evaluando el resultado.

 Process =] ML [Z+ Parameters

@ -~ B Process » Fd-PEES- QT B2y xR~

- Cluster-Based Local Outlier Factor (CBLOF)

Dataset1 - Ret.., measure types MixedMeasures v

inp %_EJ out res
e _'__' res  Mixed measure MixedBEuclideanDi... =
— res
Select Attribu...
e -
® [ wse cluster size as weighting factor
(] clu clu [}
Clustering Qe H:d clu )
ori [
exa clu

@ el e

e

Figura 27. Modelado con CBLOF

El valor de alfa indica el porcentaje de datos que se espera que sean normales, como
desconocemos la distribucion de nuestro conjunto de datos lo recomendable es dejar el
valor predeterminado (alpha=90).
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Figura 28. Prueba CBLOF (grafico dispersién)
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............

Text view: Folder Wigw Graph Wi Centroid Table

Cluster Model

Cluster 0: 6536 itens
Cluszter 1l: 6681 items
Cluster Z: 8262 itenms
Cluster 3: 6766 itens
Cluster 4: 6327 itens

Cluster 5: 7645 items
Total nunber of items: 42217

Text View: () Folder View () Graph View (@) Centroid Table () Centroid PlotView () Annotations

Aftribute cluster_0 cluster_1 cluster_2 cluster_3 cluster_4 cluster_5
NUMPRESENTACION
DIAS 53691 53.7749 78.369 50128 59.465 68.730

Figura 29. Prueba CBLOF (Cluster Model)

De manera general, para cualquier algoritmo, se debe tener en cuenta que los casos
identificados como anomalias no necesariamente se tratan de casos fraudulentos o
irregularidades, sino de registros con valores atipicos pero que son totalmente validos o
podria significar que se requieren ajustes en la extraccion de los datos durante la fase

de preparacion de datos.
457 EVALUACION DEL MODELO

Dentro de los resultados obtenidos, hubo varios registros identificados como anomalias.
Se debe destacar que los casos detectados como andmalos no necesariamente se
tratan de casos de fraudulentos o irregularidades, sino que pueden existir otras razones,
por ejemplo que quizas esté dentro del conjunto de datos todavia se encuentra

informacion que necesita ser depurada o transformada.
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Tabla 10: Comparacion de Algoritmos de Deteccién de Anomalias

Cantidad de Cantidad de Tiempo Porcentaje de
Algoritmo Anomalias A EUEERVEITETS Minimo de Precision
Identificadas Ejecucion
k-NN 8 8 2m 39s 100.0%
LOF 14 6 5m 54s 42.9%
COF 6 4 2m 36s 66.7%
k-Means 8 Om 51s 100.0%
CBLOF 8 Om 57s 100.0%

Como puede verificarse en la tabla los algoritmos que tuvieron mejor porcentaje de
precision fueron: K-NN, k-Means y CBLOF. Sin embargo si tomamos en cuenta el

tiempo de ejecucion los algoritmos que requieren menor tiempo son k-Means y CBLOF.
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CAPITULO V. CONCLUSIONES Y RECOMENDACIONES

5.1 CONCLUSIONES

Después de las entrevistas con los expertos, inspectores generales y la revision de
informes de apoyo de investigacion, se identificaron los principales escenarios que
han motivado quejas y denuncias, lo que permitié construir un catalogo inicial de

esquemas de anomalias que quedaron plasmadas en esta investigacion.

Se logré la evaluacion de los diferentes algoritmos asi como la determinaciéon de los
parametros o criterios requeridos de deteccion de anomalias a través de la
utilizacion de la metodologia CRISP-DM sobre un conjunto de datos historico y

mediante un método de aprendizaje no supervisado durante la fase de modelado.

La eleccién de un algoritmo es una de las tareas mas dificiles, ya que dentro de la
literatura no existe un consenso en cuanto a la clasificacion de los diferentes
elementos que componen la mineria de datos. Seleccionar el mas apropiado
depende de los objetivos de mineria de datos y el conjunto de datos de que se
dispone. Para esta investigacion, la cual implica la deteccion de anomalias, la
técnica de agrupamiento mediante la aplicacion de los algoritmos K-means y CBLOF
resultd ser la mas adecuada, haciendo uso del software de mineria de datos

RapidMiner.

El desarrollo del prototipo del modelo de mineria de datos permiti6 constatar la
generacion de conocimiento para enfocar las investigaciones sobre actividades
irregulares, ya que se identificaron casos andmalos durante las pruebas. Esto se
logré a través de un proceso iterativo basado en los conceptos y técnicas de la
mineria de datos. Dicho proceso puede ser replicado basado en los elementos
aplicados en esta investigacion y que se encuentran condensados en la seccion de

aplicabilidad.
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5.2 RECOMENDACIONES

Para facilitar el proceso de extraccion, transformacién y carga (ETL, por sus
siglas en ingles) durante la fase de preparacion de datos es recomendable contar
con una estructura intermedia de datos entre la base de datos transaccional y el
software base de mineria de datos, el cual en esta investigacion denominamos
estructura de mineria de datos, pero que podria corresponder a un almacén de
datos (datawarehouse), un subconjunto de un almacén de datos (datamart) o

simplemente un conjunto de vistas que sean actualizadas periddicamente.

Para permitir que el modelo siga creciendo o adaptandose a las nuevas
necesidades se sugiere seguir un estandar de registro y documentacion de los
esquemas de anomalias que sea independiente del software base de mineria de
datos. En el Anexo 4 se puede ver el formato utilizado en este proyecto de

investigacion y que se sugiere se convierta en el estandar de la organizacion.

Para mantener integridad de la informacion y proteger asi este activo tan
importante se sugiere incluir un esquema de seguridad a la estructura de mineria
de datos basado en roles que incluya un detalle acerca de la propiedad de datos,

la definicion de niveles apropiados de acceso y controles de proteccion.

Para fortalecer la seguridad del SURE se recomienda seguir la guia para la
implementacion del modelo de deteccion de anomalias para el RPI, propuesto en

la seccidn de aplicabilidad de esta investigacion.
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CAPITULO VI. APLICABILIDAD

Este capitulo contiene la Guia para la Implementaciéon del Modelo de Deteccion de

Anomalias para el RPI, el cual se basa en los resultados obtenidos durante la fase de

analisis y resultados.

ESTRUCTURA DEL CAPITULO

6.1
6.2
6.3

6.4

6.5
6.6
6.7

6.7
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PERSONAL INTERESADO (STAKEHOLDERS)
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6.4.2 EQUIPO DE IMPLEMENTACION (GESTION)
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PRODUCTOS ESPERADOS

CRONOGRAMA DE EJECUCION
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6.1 TITULO DE LA PROPUESTA

Guia para la Implementacion del Modelo de Deteccion de Anomalias para el RPI

6.2 INTRODUCCION

Con el propésito de implementar el modelo propuesto, se incluye esta guia, que
describe las etapas que componen el proceso, los requerimientos técnicos, el
cronograma de actividades y el presupuesto. Es importante mencionar que el PATH
como brazo técnico del IP seria quien ejecute esta guia; y bajo este supuesto hemos

desarrollado la misma.

6.3 MODELO DE DETECCION DE ANOMALIAS PARA EL RPI

Fundamentados en el concepto de modelo de mineria de datos definido en el marco
tedrico tenemos que este se compone de diferentes elementos que describimos a

continuacion:

e Origen de Datos: fuente de datos, se trata de la Base de Datos del SURE ya que
en ella se almacena las transacciones diarias del RPI. Asimismo se requiere de

datos de referencia externos como los catalogos de esquemas de anomalias.

e Estructura de Mineria de Datos: es un contenedor intermedio que es resultado de
la fase de preparacion de datos, el cual puede ser algo tan sencillo como un
archivo CSV o tan complejo como un Datawarehouse. Es el insumo para el

software de mineria de datos.
e Software de Mineria de Datos: Permite la aplicacion de los algoritmos de mineria

de datos y enriquece el conjunto de datos originales con informacion derivada del

procesamiento estadistico y permite visualizar estos de manera grafica.
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Figura 30. Elementos del Modelo de Deteccion de Anomalias para el RPI

6.4 PERSONAL INTERESADO (STAKEHOLDERS)

Para la correcta implementacion del proyecto es necesario definir claramente al
personal interesado, que incluye: patrocinador o patrocinadores, equipo de

implementacion y usuarios.

6.4.1 PATROCINADOR

Es la persona activamente involucrada con el proyecto. Se encargara de proveer u
obtener los recursos financieros para la ejecucion del mismo. Es su principal defensor o
promotor y se convierte en el vocero frente a las autoridades superiores. En nuestro

caso serd el Coordinador Nacional del PATH.
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6.4.2 EQUIPO DE IMPLEMENTACION (GESTION)

Como en toda actividad que requiere un trabajo ejecutado por un grupo de personas es
necesario que ciertos miembros del equipo ejerzan un rol de control para asegurar que
los esfuerzos sean orientados a la obtencion de los objetivos de la implementacion del

modelo de mineria de datos.

Jefe de Proyecto Oficial de Proyecto

OB D A EE Gestor de Operaciones

Infotecnologia

Figura 31. Relacion Rol - Puesto Especifico

Jefe de Proyecto: tiene la responsabilidad de administrar de la mejor manera los

recursos, tecnoldgicos, humanos y econémicos durante la implementacion del modelo.

Oficial de Proyecto: fundamental en la supervision y apoyo al cumplimiento de las

tareas que se tienen programadas a diario

6.4.3 EQUIPO DE IMPLEMENTACION (COLABORADORES)

La tarea de implementacion se llevara a cabo por un equipo multidisciplinario, a
continuacion se mencionan los puestos de estos miembros: Administrador de Base de
Datos, Analista de Sistemas, Programador, Oficial de Infraestructura, Oficial de
Seguridad Informatica, Asesor Legal, Personal de Soporte Técnico, Especialista en

Mineria de Datos e Implementadores del SURE.

6.4.4 USUARIOS

Los tipos de usuarios involucrados en la implementacion del modelo de mineria de

datos son:
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e Finales Directos: Que posean conocimientos generales en el uso de las
computadoras personales asi como de correo electronico, donde reciban
reportes segun se estime conveniente.

e Finales Indirectos: Que conozcan de la existencia de este mecanismo, de
manera que sientan confianza al realizar sus transacciones en el RPI.

e Usuario Administradores: Suficiente experiencia en el uso de sistemas web,
mineria de datos y base de datos en este caso el SURE o previamente
capacitado. Se encargara del uso y configuracion de los algoritmos y se

encargara de realizar una actualizacion periddica del catalogo de anomalias.

6.5 CONDICIONES MINIMAS

Para el funcionamiento del modelo existen requerimientos minimos esenciales, entre
ellos: un especialista en mineria de datos; un equipo de trabajo, un equipo de cédmputo;

una politica y un proceso.

El especialista en mineria de datos seria el encargado de realizar de manera continua la
recopilacion de esquemas de anomalias y administracion del software de mineria de

datos.

El equipo de implementacion es un multidisciplinario y esta definido en la seccién 6.4.2
y 6.4.3 de esta guia.

El equipo de cdmputo requerido debe cumplir con las condiciones minimas descritas la

tabla 11 de esta guia.
La politica de uso de mineria de datos es parte fundamental debe incluir una definicion

de un marco de trabajo para el uso de herramientas de mineria de datos asi como su

aporte a los objetivos de negocios.
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El proceso (o procesos) ademas de una descripcion clara de las actividades que se
requieren para el uso de la mineria de datos, debe identificar claramente sus objetivos,

quien es el duefio del mismo y definir las métricas para medir su desempefio.

Tabla 11. Requerimientos minimos

Requerimientos de Sistema Operativo Windows XP SP3
Software Windows 7
Procesador Modelo Intel Core Duo
Tipo T6500 @2.1GHz
Memoria RAM Minimo: 1GB

Recomendado: 2GB
Optimo: 4GB

Espacio en Disco Minimo: 8 GB
Recomendado: 40GB

Requerimientos de
Hardware

6.6 ASPECTOS FINANCIEROS

El presupuesto incluye el uso de software gratuito de mineria de datos (RapidMiner), Se
contempla las capacitaciones relacionadas al software asi como la adquisicion de un
computador para la instalacion y funcionamiento del mismo. (Los precios estan

expresados en dolares).

Tabla 12. Presupuesto Recurso Humano

Rubro de Inversién / Detalle Valor $

Recurso Humano
Jefe de Proyecto 900.00
Oficial de Proyecto 750.00
Administrador de Base de Datos 1,500.00
Analista de Sistemas 1,125.00
Programador 1,200.00
Oficial de Infraestructura 600.00
Oficial de Seguridad Informatica 450.00
Asesor Legal 360.00
Personal de Soporte Técnico 300.00
Especialista en Mineria de Datos 6,000.00
Implementadores del SURE 450.00
Total Recurso Humano 13, 635
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Tabla 13. Presupuesto Rubros Adicionales

Rubro de Inversién / Detalle Valor $

Hadware

Servidor con las especificaciones Minimas requeridas 1,000.00
Software

Software Base de Mineria de Datos 0.00
Capacitacion

Curso Nivel 1 para 3 personas 4,678.20

Curso Nivel 2 para 3 personas 4,678.20

Total 10,356.40

Las tablas anteriores describen los montos que se han de invertir para la
implementacion del Modelo de Mineria de Datos. La suma de todos los rubros asciende

a un total de $23,991.00.

Se adjunta analisis de retorno de la inversion en seguridad (ROSI, por sus siglas en
ingles) ver Tabla 14 y Tabla 15. Este analisis se realizé con valores estimados ya que
no se posee una estadistica de las perdidas relacionadas a las irregularidades o
anomalias, de manera que sirva de ejemplo para el calculo del mismo. (Valores

expresados en lempiras)

Tabla 14. Calculos ROSI

Calculo ROSI

Afos

0

1

2

3

Ahorro Bruto Anual

350,000.00

350,000.00

350,000.00

Ahorro Bruto Anual a
valor

actual con factor de
descuento al 19%

294,117.65

247,157.69

207,695.53

Valor Contramedida

748,970.87

Costos Contramedida

23,991.00

6,000.00

6,000.00

6,000.00

Costos contramedida a
valor

actual con factor de
descuento al 19%

23,991.00

5,042.02

4,236.99

3,560.49

Costo de contramedida

36,830.50

Retorno (valor - costo)

712,140.37

284,873.95

239,389.87

201,167.96

ROSI (Retorno / Costo)

19.34
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Tabla 15. Sumario de Valores para Analisis ROSI

Sumario de Valores para Anédlisis ROSI

Pérdidas anuales por Anomalias - sin tratar 450,000.00
Pérdidas anuales por Anomalias - residual luego de ser 100,000.00
mitigados

Ahorro anual bruto por contra medida 350,000.00
Costo Inicial por contramedida 23,991.00
Costos anules recurrentes contramedida 6,000.00

Por lo tanto, se determina que una inversion en seguridad es rentable si el valor de
retorno (valor - costo) es positivo.

6.7 PRODUCTOS ESPERADOS

e Entendimiento del Negocio

0 Antecedentes: contiene un diagnostico situacional de la organizacion

previo a la implementacion

Objetivos del Negocio y Criterio de Exito: es un registro desde la
perspectiva del negocios sobre los objetivos a ser alcanzados y cuéles
seran los resultados esperados para considerar como exitosa la
implementacion

Inventario de Recursos: documento que contiene una lista de recursos
disponibles. Incluye: personal, datos disponibles, hardware, software.
Objetivos de Mineria de Datos y Criterio de Exito: es un registro desde la
perspectiva técnica de los objetivos a ser alcanzados y cuales seran los

resultados esperados para considerar como exitosa la implementacion

e Entendimiento de los Datos

0 Reporte Inicial de Recoleccion de Datos: Listado de conjunto de datos

explorados. Métodos de acceso utilizados. Problemas encontrados y

solucion aplicada a los mismos.

0 Reporte de Descripcion de Datos: Informe descriptivo del conjunto de

datos explorados, incluyendo formatos, tipos de datos. De preferencia se
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pueden incluir estadisticas de atributos claves. Minimos, Maximos, Medias
0 Modas, porcentaje de atributos nulos.

0 Reporte de Exploracion de Datos: Informe descriptivo del conjunto de
datos explorados donde se incluyen los hallazgos resultantes de la
observacion de relaciones entre atributos, entidades, subconjuntos
especificos de datos u otro descubrimiento interesante que se considere
debe ser registrado.

o0 Reporte de Calidad de Datos: Informe donde se reporten problemas
encontrados en los datos, alternativas de solucion y el posible impacto en
el proceso de mineria de datos en caso de no resolverse.

Preparacion de los Datos

0 Reporte de Seleccion de Datos: Listado de de datos o conjunto de datos a
ser utilizados. Su principal objetivo es registrar la razén por la que fueron
seleccionados.

0 Reporte de Limpieza de Datos: Informe sobre las acciones tomadas para
solventar los problemas reportados en el reporte de calidad de datos.

o0 Reporte de Transformacion de Datos: Informe en el cual debe quedar
registrado las acciones realizadas que implicaron la generacién de
registros, inclusién de atributos derivados, combinaciéon de datos y/o
aplicacion de formatos

Modelado
o Descripcion de Técnicas de Modelado Seleccionadas: Documento que
incluye la lista y descripcion de las técnicas a utilizar
o Disefio de Pruebas: Documento que describe el procedimiento a seguir
para la realizacion de las pruebas
0 Modelo: descripciébn narrativa del modelo que incluye los elementos
incluidos en el mismo: filtro de registros, filtro de atributos, muestreo,

limpieza de datos, reemplazo de datos nulos, algoritmos de
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agrupamiento, algoritmos de deteccién de anomalias, etc. Igualmente se
incluyen los parametros utilizados en cada uno de los elementos.
o Evaluacién del Modelo: este documento debe describir los resultados de

probar el modelo de acuerdo a lo especificado en el disefio de las pruebas

e Evaluacion
0 Reporte de Evaluacion de Resultados de Mineria de Datos: se comparan
los resultados de la mineria de datos contra los objetivos de negocios y el
criterio de éxito desde el punto de vista de negocios. Debe concluir sobre
el grado de éxito alcanzado y sobre la conveniencia del proceso de minera
de datos. Definir si existen nuevos objetivos de negocio que se trataran
mas adelante en el proyecto o en nuevos proyectos de minerias de datos,
asi como una lista de recomendaciones sobre los préximos pasos a

sequir.

¢ Implementacion

o Plan de Despliegue: debe especificar la estrategia de implementacion y
los pasos necesarios para ejecutarla

o Plan de Monitoreo y Mantenimiento: debe especificar la estrategia de
monitoreo y mantenimiento y los pasos necesarios para ejecutarla.

0 Reporte Final: Documento final con un resumen de la experiencia
adquirida y las lecciones aprendidas. Puede incluirse una presentacion
final con los resultados de la mineria de datos.

6.8 CRONOGRAMA DE EJECUCION
Para la ejecucion de la Implementacion se ha definido el siguiente cronograma basado

en las etapas del ciclo de vida de un proyecto de mineria de datos segun la
metodologia CRIPS-DM.
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Task Mame Wik un 240213 | Sun 170313 | Sun07/0413  |Sun2804M3 | Sun 130513 Sun 090643 | Sun 3000613
m [T [w [T [ F [ s [ s [m [T [w ][ T1T][F S s [ |7 [w [T ]

' |[ZInicio del Proyecto 728 hrs v ®

2 Entendimiento del Negocio 152 hrs v v
7 | “Entendimiento de los Datos 128 hrs s gl
" | ®Preparacion de los Datos 204 hrs v ad
" ®Modelado 200 hrs v )
_#* | " Evaluacién 22 hrs qa

G Implementacién 22 hrs

Figura 32. Cronograma de Ejecucion Resumido

La figura anterior muestra un resumen de las etapas con un detalle de las horas

requeridas para cada una de ellas. A continuacién se detalla cada una de las etapas

con sus respectivas tareas y su duracion en horas.

= Entendimiento del Negocio

Determinar Objetivos de Megocios (Institucionales)

Diagnostico Situacional

Determinar Objetivos de Mineria de Datos

Evaluacidn Inicial de Técnicas vy Herramientas de Mineria de Datos
= Entendimiento de los Datos

Recoleccian Inicial de Datos

Descripcian de Datos

Exploracion de Datos

Yerificar Calidad de los Datos

= Preparacion de los Datos
Seleccidon de Datos
Limpieza de Datos
Construccion de Datos (de ser necesario)
Integracion de Datos
Formateo de Datos
Froducir Conjunto de Datos para Modelado

“ Modelado
Seleccion de Técnicas de Modelado
Senerar Disefio de FPrusbas
Construccian del Modelo
Evaluar Modelo

= Evaluacion
Evaluaciaon de Resultados
Fewvisian del Proceso en General

= Implementacion
Fealizar un Flan de Despliegue
Fealizar un Flan de Monitoreo v Mantenimiento
enerar Reporte Final
Ejecucion Flan de Despliegue

Figura 33. Etapas de la Ejecucion con sus respectivos tiempos

152 hrs
22 hrs
48 hrs
22 hrs
A0 hrs
128 hrs
16 hrs
16 hrs
48 hrs
48 hrs
204 hrs
26 hrs
48 hrs
26 hrs
26 hrs
26 hrs
12 hrs

200 hrs
G hrs
24 hrs
54 hrs
48 hrs

22 hrs
16 hrs

& hrs
22 hrs
3 hrs

3 hrs

4 hrs

12 hrs
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ANEXOS

ANEXO 1. PREGUNTAS GUIA A EXPERTOS PATH - PROCESO REGISTRAL

ENTREVISTA

1. ¢Existe alguna categorizacion o clasificacion de irregularidades que se dan
dentro del sistema?

2. ¢Con gué casos de irregularidades se ha encontrado Ud. en el ejercicio de sus
funciones diarias?

3. ¢Cuales de estas irregularidades mencionadas, se dan con mayor frecuencia?

4. ¢Cuales de estas se dan con menor frecuencia?
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ANEXO 2. PREGUNTAS GUIA A EXPERTOS PATH - HARDWARE Y SOFTWARE

ENTREVISTA PLATAFORMA TECNOLOGICA SURE

PREGUNTAS GUIA

1. Caracteristicas de Gestor de Base de Datos:

2. Sobre el Lenguaje de Programacion utilizado:

3. Ambiente de operacién del sistema:

ENTREVISTA ASPECTOS SOFTWARE MINERIA DE DATOS

1. Mencione caracteristicas generales para la seleccion del software de mineria de
datos:

2. Mencione caracteristicas funcionales para la seleccion del software de mineria de
datos:

3. Mencione caracteristicas técnicas (compatibilidad) para la seleccién del software de
mineria de datos:

4. Mencione caracteristicas de soporte (compatibilidad) para la seleccion del software
de mineria de datos:
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ANEXO 3. PREGUNTAS CUESTIONARIO IRREGULARIDADES — INSPECTORES

1. ¢Existen algun procedimiento documentado y establecido para detectar
irregularidades en el sistema?

2. Mencione los tipos de denuncias relacionadas con irregularidades dentro del
sistema (Ej.: Rompimiento del orden de prelacion, alteracion de derechos del
inmueble, etc.)

3. Describa en qué consisten las irregularidades que menciono

Toda la informacion contenida en este documento sera manejada con confidencialidad y privacidad.
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ANEXO 4. REGISTRO DE ESQUEMAS DE ANOMALIAS

. Datos Generales de la Anomalia

Nombre

No.

Descripcion:

Fuente:

1. Datos Técnicos
a. Fuente de Datos

Esquema de
Base de Datos:

Nombre de las Tablas y Campos requeridos:

Detallar Query
(Consulta) a la
Base de Datos:

b. Preparacion de los Datos

Actividades de construccién y formateo de los datos (marque con una X en la casilla correspondiente):

Agregaciones

O

Sumarizacién

O

Campos Dummy

O

Valores Calculados

O

Combinaciones

O

Registros Generados

O

Registros que deberan ser excluidos:

Nombre de los atributos del conjunto de datos final:

C.

Elaborado por:

Datos de Control

Fecha:

ANEXO 5. SOFTWARE DE MINERIA DE DATOS - R DM
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RDPataMining

Whatis R

Eis afree software environment for statistical computing and graphics. It runs on Windows, Linux and MacOS.
R is widely used in academia and research. as well as industrial applications.
R Documents

If you are new to R, an Infroduction to R and R for Beginners are good references to start with.

More details on R Language and data access are documented respectively by the R Language Definition and B Data
Import/Export.

Other R manuals and many contributed documentations are available at CRAN.

This website also collects links to some free online documents for B

R Packages

R can be extended easily via packages. There are more than 3000 packages available in the CRAN package repository (as
on 25 May 2011).

Especially, package RWeka provides an interface to Weka, enabling to use most Weka functions in R
CRAN task views provide collections of packages for different tasks. Some task views related to data mining are

CRAMN Task View: Machine Learning & Statistical Learning,
CRAM Task View: Cluster Analysis & Finite Mixture Models,
CRAMN Task View: Time Series Analysis,

CRAMN Task View: Multivariate Statistics, and

CRAMN Task View: Analysis of Spatial Data.

L I

File Edit Packsges Windows Help

EEIEEE)

AREBnsalE S - CiRusingRMirstSteps. R - B Editor

i Thiz script file window has notes and R commands, ~
fi from the file "first3teps.r'. When this window

fi has the focus, 5§ icons are shown: °“Opan script’,

fi "Save script', "Rumn line or selection',

fi "Recurn focus to console', and “Primt'
#
#

To zend code [e.g., That below) to B, highlight
it & click on the "RFun line or selection' icomn.

austpop <= read.table|"auscpop.txc, header=T)

# "mustpop.tHt™ muat be in the working directory.
AUsTPOR

names (AUItpop)

plot (ACT -~ Year, date=austpop, pch=168)

242
=gt (10)
P b -] o

ANEXO 6. SOFTWARE DE MINERIA DE DATOS — RAPID MINER



Overview

€3) RAPID|MINER

oe®

Screenshots Testimonials

Freely available open-source data mining and anahysis system

Runs on every major platform and operating system

Most intuitive process design

Multi-layered data view concept ensures efficient data handling
GUI mode, server mode (command ling), or access via Java AP
Simple extension mechanism

Powerful high-dimensional plotting facilties

transformation, data mining, evaluation, and visualization

Automatic meta optimization schemes
Definition of re-usable building blocks

Standardized XML interchange format for processes

Machine learning library WEKA fulby integrated

MySQL, Postgres, SPSS, dBase, Text files and more

Winner of several user and jury awards

Editions and |

Most comprehensive solution available: more than 500 operators for data integration and

Graphical process design for standard tasks, scripting language for arbitrary operations

Access to data sources like Excel, Access, Oracle, IBM DB2, Microsoft S0L, Sybase, Ingres,

Most comprehensive data mining solution with rezpect to data integratien, transfermation, and
modeling methods

File Edit Process Tools View Help

Nadey sraplilEuT®

£ overview [=]

i Operatars

Bd-48g

Samples (none)
Local Repository (iemna
=] Main Repository (mie s
2 Projekt 1 iz
) Projekt 2 iiemna)
E 5 Projekt 3 (Mizemea)
23 Data iena
B G Processes iemus)

20 ETL tMiermma)
£ Reporting (e sy
) Results (uiemna)

-]

| & Repositories 0

o Process KL

@-= .- q
Sort Fitter Examples Report (5]
T = ea—Qe Gl =P
| Z i ? wi) o r—]
] L]
Sort (2) Filter Example._]
e e exa )|
- lz i) ? ari)
Multiply |
g ot - <) <]
® =)
h at |
]
| Discretize Report (T)
e ea)——(rp i] )
@ ) o
pre
e
A Problems o0 g Log
g} Mo Errors
Message Fixes Location

|
|

1=

3 Parameters ©

- CnreaB-

1 sort

attribute name

=TI

sorting direction

@ Help 0 = Comrment

Y2 sort

Synopsis

This operator sorls the given example |

setaccording to a single attribute.

Description

This operator gorte the given example
setaccording to a single atiribute, The
example setis sorted according to the
natural order ofthe values of this
atfribute either in increasing or in
decraasing direction

Input
® example set input: expecis.
ExampleSetiletaData:
#exarmples: =0; #attibutes: 0
‘exngcts ExamnpleSet

BIESERIC ST+

B

Loy

ANEXO 7. SOFTWARE DE MINERIA DE DATOS - KNIME
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KINIMIE

KNIME - Professional Open-Source Software

KMIME [naim] is a user-friendly graphical workbench for the entire analysis process: data access, data transformation,

initial investigation, powerful predictive analytics, visualisation and reparting. The open |ntegrat|nn platrnrm provides
over 1000 modules (nodes), including those of the KRNIME community and its extensive ¢

KMIME can be downloaded onto the desktop and used free of charge. KMNIME products include additional
functionalities such as shared repositories, authentication, remote execution, scheduling, S04 integration and a web
userinterface as well as world-class support. Robust bio data exiensions are available for distributed framewarks
such as Hadoop. KMIME is used by over 3000 organizations in more than 60 countries.

= mation about KMIME
By Identified by Gartner as a Cool Vendor, KMIME is now the open source
Satlsfa:tmn i g — wwm data analytics plafform ranked Mo, 1 in customer satisfaction for open
Speed bi Mankulation source analytics and leads in 70% of all categories.
e s KNIME imm

Lo ol s Commenity

L B Iz

File Edit View MNode  Search Run Help

M~HE A if-8r-wia-vdu| -|AwvE="200604&
aWorkﬂﬂw Projects = 0| A 2:Softpedia X§l =g w =0
e ‘ & ¥ -
(& KNIME_project
A Softpedia
‘Favontel\lodes g L4 ® =0

¥ Personal favorite nodes
7 Most frequently used nodes

— =0
@) Last used nodes =4 Server Workflow Pro... 3
Q Node Repository =0
dmes - 28| fHE S|P
s 10 Workflow Server:
Database
g -
S Data Manipulation F e EnD LI
), Data Views
L Statistics ‘ |
& Mining
B8 Meta
& Misc 5= Outline 2 = O || & console 52 B Eﬁ‘ B
w Time Series KMNIME Console

R R KR KR AR KRR AR AR AR A AR A KA A AR A AR AAAAARAAAARAAARARAAR 2
#%% Welcome to ENIME v2.2.0.0028436 - the Konstanz Inform
Copyright, 2003 - 2010, Uni Konstanz and KNIME GmbH

B T T T T T

Hww

Log file is located at: C:\Users\Softpedia‘\Desktop\knime-2
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ANEXO 8. SOFTWARE DE MINERIA DE DATOS - WEKA

WEKA

The University
of Waikato

Weka 3: Data Mining Software in Java

Weka is a collection of machine learning algorithms for data mining tasks. The algorithms can either be applied directly to
a dataset or called from your own Java code. Weka contains tools for data pre-processing, classification, regression,
clustering, association rules, and visualization. It is also well-suited for developing new machine learning schemes.

Found only on the islands of New Zealand, the Weka is a flightless bird with an inquisitive nature. The name is
pronounced like this, and the bird sounds like this.

Weka is open source software issued under the GNU General Public License.

8 weka Knowledge Enplorer =N L= Weka GUI Chooser 101 %]
Prorocess * Clsaty | Cukr | Associt. | Sacfndes | Viuato | B —

Knowledge Analysis

| Openfile... | | Open URL... | | Open DB... | | Apply Filters ‘ | Replace | | Save... |

{c) 1999 - 2000

-Base relation ~Working relation University of Waikato
New Zealand

Relation: test Relation: test
Instances: 251 Attributes: 32 Instances: 251 Attributes: 32

-Attributes in base relation ~Filters:

| e | | — | | r— ‘ AddFilter-M unnamed -C 0 " Add

ko, | kame
1 e_AR
12V FosErr
13 Match_rank
14@ Watch_dist
16|_JEIS_RAJ2000
ElS_DEJ2000
RAJ2000_EIS
“DEJ2000_EIS
Urnag
20[Jje_Urag
21F Brnay
[Clle_Bmag
ZBF rrag
[Cle_vmag
ZSF Rman
[le_Rmag
ZTF Imag
_|e_lmag
29F Jrnag
30[le_Jmag
31 [vlKmag
32[Jle_Kmag

Delete Simple CLI Eslarer Experimenter
~Attribute info for base relation

Mame: Kmag Type: Humeric
ing: 0 {0%) Distinct: 194 Unique: 193 (77%)

[ Statistic Yalue

|Minirmurm 131712

|[Mastirnurm 21.6221

Mean 18.219750597609558

StdDev 18767781072118358

~Log

[ TZATFs emall wekasuppon@cs walkalo ac.nz a
12:49:45: Started on Wednesday, 4 June 2003
13:00:12: Base relation is now test {251 instances)
13:00:12: Working relation is now test (251 instances)

Stat
Status

OK “.xl]
| gem || 2o & @ S BN fer| B] o B E1d 0 B o] B S wf + By [SEHRAWDD Lo
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